MBI-AF: Rizeni a analytika udrzby (AF_1I_01_09_Rizeni_Udrzby )

IT a anatomie firmy

(Rizeni a analytika udrzby)

(pracovni dokument)

MBI °

Vojtéch Jiranek

VSE Praha, 2026

KIT VSE -1 -



MBI-AF: Rizeni a analytika tdrzby (AF_II_01_09_Rizeni_Udrzby )

Mapa dokumentu podle kapitol textu (s odkazy)

[1] Vymezeni fizeni udrzby

[2] Strategie a pristupy v fizeni udrzby [3] Aktualni trendy v oblasti udrzby

[4] Datova analytika v fizeni udrzby [5] Prediktivni udrzba

[6] Vstupni analyza feSeni

[7] Navrh a tvorba feSeni — deskriptivni [8] Navrh a tvorba feseni — prediktivni
ulohy tlohy
Uéelem dokumentu je prezentovat kvalitni a efektivni datové analytické feseni pro riizné
typy firem, se zaméfenim na Fizeni a analytické Ulohy v oblasti udrzby, které bude zahr-
novat:

e jak deskriptivni analytiku, ktera bude spoleCnosti poskytovat kvalitni a pre-
hledné reporty o aktualnim stavu,
e tak prediktivni analytiku, ktera by poskytovala pfinosy na zakladé predpovédi

do budoucna, které by spole€nosti poskytovaly vyhodu i v ramci podminek, které
teprve nastanou.
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1. Vymezeni fizeni udrzby

Uéelem je vymezeni Udrzby a popis obecnych principl a pfistupd, nastinéni aktualnich
trendd v ramci udrzby, analyzy vztahu Udrzby a deskriptivni a prediktivni analytiky a urcita
rizika a bariéry, tykajici se zavedeni a provozovani udrzby.

1.1 Vymezeni udrzby

Definice udrzby maze existovat v mnoha rliznych formach a podanich. Jednu z definic pfinasi norma
CSN EN 13306 Terminologie udrzby a ta ji definuje jako ,kombinace v§ech technickych, administra-
tivnich a manaZerskych opatfeni béhem zivotniho cyklu objektu, zamérenych na jeho udrZeni ve stavu
nebo jeho navraceni do stavu, v némz mize vykonavat poZadovanou funkci“ (Ceska agentura pro
standardizaci, 2018).

Z dobre funguijici udrzby pak vyplyvaji mnohé efekty, mezi které mizeme zaradit:

» snizovani negativnich nasledk( poruch plynoucich pfedevs§im z neplanovanych prostoj,
= zvySovani efektivnosti hlavniho vyrobniho procesu,
» dlouhodobé pozitivni ovlivnéni ekonomické stranky fungovani spole¢nosti (Rada, 2022).

Mezi cile adrzby muzeme zaradit nasledujici (Kasalova, 2016; Pechova, 2025):

= pfedchazeni porucham a jejich minimalizace pomoci preventivnich oprav a vymén,

= zajisténi efektivniho a nepretrzitého provozu stroje po dobu jeho nastavené Zivotnosti,
= snizeni dopadu poruch a prodlouzeni zivotnosti zafizeni a majetku,

»  zajiSténi bezpecnosti provozu a zaméstnancu a prevence nehod €i zranéni,

* snizovani vyrobnich naklad( (Kasalova, 2016; Pechovi, 2025).

Po staleti provadéli opravy na strojich bud’ sami vyrobci anebo i pouze samotni uzZivatelé. Zména pfi-
Sla az z primyslovou revoluci, kdy se zacali objevovat profese udrzbare, zodpovédného za opravu
zafizeni a nasledné i specializace udrzbar( (Rada, 2022). Nasledné pfisel postupny vyvoj, jelikoz jak
se vyvijel primysl, stejné tak se musela posouvat i idrzba, aby vyhovovala pozadavkim aktualni
doby.

V dnesni dobé mizeme mluvit o étvrté generaci. Ta je umoznéna masivnim rozsifenim internetu do
vSech oblasti lidského Zivota. Prvky vyuzivanymi v pramysilu jsou loT, Big Data, Cloud, Al, 3D tiskarny
a mnoho dal$iho. Tyto moderni technologie dali moznost vzniku prediktivni udrzby, ktera je oznaco-
vana jako Udrzba 4.0 (dle primyslu 4.0). (Rada, 2022).

V modernich spole€nostech se tak velmi &asto ustupuje od klasického fizeni udrzby a pfechazi se ke
spojeni fizeni majetku a jeho udrzby. To dobfe nastifiuje pfechod k trendu, Ze udrZzba zacina byt jasné
vnimana jako soucast jakéhokoliv vilastnéného majetku a pfidava se k managementu majetku. V radmci
managementu udrzby existuji tfi podoblasti, které jsou souc€asti i hlavniho managementu. Je to strate-
gicky management, ktery stejné tak jako ten celopodnikovy planuje a sleduje strategické cile podniku
v ramci udrzby a vytvafi strategii budouciho rozvoje. Zahrnuje analyzy sou¢asného stavu, formulaci
cilt a volbu, tvorbu, a pfedevsim realizaci strategie. DalSi je takticky management, jenz se zabyva
postupy a prostfedky, jak co nejefektivnéji dosahnout cil strategie. V ramci své €innosti konkretizuje
strategické zaméry, snazi se zvy3ovat produktivitu, nastavuje organizaci a uréuje kritéria méfeni vy-
konu. Posledni je operativni management, ktery je ve spodu hierarchie a ma na starosti nastaveni
kazdodenniho fungovani udrzby. To zahrnuje rutinni ¢innosti a feSeni problémd, incidentd a poruch.
Soucasné sleduje pInéni nastavenych cilt, dodrZzovani pravidel a vyuzivani dostupnych zdroju a fi-
nanci (Rada, 2022).

Samotny manazer udrzby by mél s podporou vrcholového managementu zajistit, Ze udrzba bude po-
skytovana jako soucast celkového planu provozu spole€nosti a provozni spolehlivosti zafizeni tak, aby
byly spinény ekonomické provozni podminky. Politika tdrzby se stanovuje v souladu s politikou celé
spolecnosti a méla by obsahovat alespon, jak se bude fidit planovani, provedeni, posuzovani,
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analyza, zlepSovani a zajisténi adrzby. P¥i planovani udrzby musi byt vzaty v potaz nasledujici
aspekty (Legat et al., 2018):

=  cile provozni spolehlivosti, cile bezpe€nosti a nafizeni €i pfedpisy,

= vybrany systém/typ udrzby, ktery chce byt implementovan,

= metodika optimalizace udrzby,

= zdroje, kterymi spole€nost disponuje,

»=  spoluodpovédnost vrcholového managementu (jak velkou roli bude mit v rdmci udrzby) (Legat

et al., 2018).
1.2 Zavéry
% = Vymezeni Udrzby tvofi nezbytny teoreticky zaklad pro pochopeni tématu udrzby, na
ktery navazuje dal$i feSeni a umoziuje zasadit udrzbu do kontextu spolecnosti.

* Res$eni ma zalozeno na pouziti téch nejaktudlnéjsich postupti a néstroj.
*=  Firemni prostfedi mize vyznamné ovlivnit dostupnost dat, volbu ukazatelii a KPI a
dalsi.

1.3 Typy udrzby

Typy udrzby se lisi se predevsim podle toho, jakym zpiusobem je tdrzba provadéna. Hlavni rozdily
jsou v tom, zda jiz doSlo k poruse &i nikoliv. Rozhodnuti o typu provadéné udrzby musi byt soucasti
strategie managementu udrzby. Na zakladé vybraného typu se pak mohou lisit vniklé prostoje, je-
jich mnozstvi, finanéni naklady, finanéni ztraty a vyuziti jinych zdroju, jako je lidska sila a dalSi. Za-
kladni rozdéleni udrzby dokumentuje Obrazek 1-1.

UDRZBA
v
v v
Preventivni idrzba Udrzba po poruse
A 2 v
Udl_'Zb? podle Udrzba s piedem
technického stavu stanovenymi intervaly
|
v ' v v
d.Prohhd.l;y, Testovani Okamzita Odlozena
1agnostixa a spravne funkce Udrzba udrzba
vredikce
< [ne ne N
= Mimo g
£ meze g
o ~
ano ano v v v
Cisténi, mazani, sefizovani, kalibrace, oprava, renovace, vyména, modernizace, rekonstrukce

Obréazek 1-1: Déleni udrzby (Legat et al., 2018)

Hlavni rozdéleni je na Udrzbu po poru$e a Preventivni udrzbu. Ta po poruse muze byt rozdélena bud
na okamzitou nebo odloZenou udrzbu. Preventivni se déli na Udrzbu podle technického stavu a
Udrzbu s pfedem stanovenymi intervaly. Na né pak navazuiji i udrzby prediktivni a proaktivni.
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1.3.1 Udrzba po poruse (Reaktivni udrzba)

Dodnes se pouziva diky jednoduchosti a diky tomu, Ze na jakémkoliv stroji miuzZe vzniknout nece-
kana zavada i s tou nejlepsi pfipravou. Zakladni princip je, Ze se vyckava, dokud na zafizeni ne-
vznikne porucha a reaguje se az na poruchovy stav. Nasledné je cilem, co nejrychleji uvést stroj do
stavu, kdy mize opét plnit svou funkci. Negativni stranky jsou mnozstvi neplanovanych odstavek a
prostojli a nadbyte¢né naklady na nahradni dily (Kasalova, 2016; Legét et al., 2018; Rada, 2022).

Déli se na:

* Udrzbu okamzZitou, kdy dojde k opravé ihned, coz byva zadouci ve vétsiné pFipadd,
* (drzbu odloZzenou, coz muze vzniknout napfiklad v pfipadé zajistovani nahradniho dilu z ex-
terniho zdroje (Kasalova, 2016; Rada, 2022).

1.3.2 Preventivni udrzba — s predem stanovenymi intervaly

Periodicka udrzba, kde se provadéji kontroly, ¢innosti &i jiné Ukony v souladu s pfedem stanovenymi
intervaly, v uréitém poétu cykli nebo v rdmci danych nastavenych jednotek pouzivani (danou véc
Ize vyuzit jen po omezeny pocet pouziti/mnozstvi apod.). Preventivni udrzba probiha i bez predesié
kontroly skuteéného stavu dané Casti/stroje/soucastky. MUzZe se stat, Ze nékdy nastane porucha i po
provedeni tohoto ukonu a nasleduje udrzba po poruse.

V praxi nastaveni intervalu neni zcela snadné a musi se vychazet z aspekt(, jako je doporuéeni vy-
robce, odhadu, zkuSenosti se zafizenimi, statistické vyhodnoceni apod. Nékteré kontroly ¢i vymény
mohou byt dany i zakonem nastavenymi pravidly pro danou véc. Pfedpoklada se u ni dusledné pla-
novani potfebné prace a ¢asto vede ke snizeni nakladd na opravy a ponizeni moznosti vzniku za-
vady a tim padem nechténych prostoju a finanéni ztraty z nich plynouci. Stinnou strankou je, Ze pfi
provadéni nastavenych ukont & vyméné ¢asti nevykazujicich poruchu mize dojit k jinému poskozeni
daného stroje/soucastky. (Kasalova, 2016; Legat et al., 2018; Rada, 2022).

1.3.3 Preventivni udrzba — podle technického stavu

V pravidelnych intervalech se provadi monitoring a kontrola zafizeni/ soucastky / vykonnosti/para-
metrd a na zakladé diagnostiky stavu dané véci se realizuje udrzba. Sledovani mize byt provadéno i
nepfetrzité nebo na vyzadani. Po diagnostice se rozhodovani provadi dvoustavové: vyhovuje nebo
nevyhovuje. Metody, které se zde pouZzivaji pro sledovani stavu jsou napfiklad vibrodiagnostika, ter-
modiagnostika, hlukova diagnostika anebo Ize pouzit i lidskych smysli jako je sluch, hmat, Cich, zrak a
k tomu zkuSenosti s danymi stroji.

Na zakladé smysli Ize sledovat znaky jako prehfati, hluk, kouf, barvu, fyzické poskozeni a jiné. Mimo
¢lovéka existuje obrovské mnozstvi snimaci €i senzoru, které mohou sledovat velké mnozstvi dat a
informaci a vypozorovat tak zmény i v pro ¢lovéka nezaznamenatelnych jevech. Tyto senzory se pou-
Zivaji v mistech, kde se stav mlze ménit nahle a senzor je pak schopny zménu zaznamenat okamzité.
V mistech, kde mlze byt zména pozorovana az dlouhodobé se naopak kontrola miize provadét az na
pozadani.

Nevyhodou je, Ze tento typ sledovani, senzory a diagnostické pfistroje jsou velmi nakladné, a proto
se musi velmi pozorné urcit, kde je potfeba provadét tuto kontrolu a jaka data je potfeba sledovat. Vy-
hody a pfinosy jsou, Ze se realizuje tam, kde je opravdu potfebna. Velmi efektivné mize zlepSovat
poznatky o strojich, snizovat vyskyt poruchovych stavu, zvySovat bezpecnost, zasah se provadi, az
kdyz je to opravdu potfeba a ma minimalni vliv na Zivotni prostfedi (Kasalova, 2016; Legat et al., 2018;
Rada, 2022).

1.3.4 Prediktivni udrzba

Prediktivni idrzba se pouziva, stejné jako preventivni udrzba podle technického stavu, metod dia-
gnostiky. Narozdil od té preventivni ale ziskané informace, sesbirana data a vysledky z diagnostik
pouziva k tomu, aby se snazila predikovat / pfedpovidat mozné budouci ¢i potencialni poruchy,
zmény rliznych parametrtl, optimalni ¢as pro provedeni udrzby a jiné stavy do budoucnosti jesté, nez
nastanou. Stanovi pro né feSeni i opatfeni, které dané poruSe predejde nebo alespori snizi jeho vliv.
Tedy pfedpovéd budouci poruchy na zakladé analyz (Obrazek 1-2).
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Mezi metody, které se pro ni vyuzivaji, patfi napfiklad neuronové sité, Machine-Learning, multipara-
metrické analyzy nebo dnes jiz aktudlni uméla inteligence. Jeji soucasti je i odhaleni pfiznakd, které
by mohly zpusobit poruchu, vypocet pravdépodobnosti vzniku poruchy nebo pfedpovéd nasledkl a
zavaznosti, pokud porucha vznikne. Jednotlivé stroje €i zafizeni jsou rozdéleny do kategorii kritic-
nosti a na zakladé toho jsou pouzivané nastroje schopny i urcit kriti€¢nost vlivu poruchy, jaké poruchy
by mély byt FeSeny pfednostné a pocitat kriti€nost konkrétni mozné zavady. Takové pfistupy jsou sa-
moziejmé velmi nakladné a ¢asto také naro¢né na implementaci. Na druhou stranu jejich vliv a pfinos
muze byt extrémné vysoky. Proto je dlilezité drzet se pravidla zavadét prediktivni analytiku vSude tam,
kde je to technicky mozné a finan¢né vyhodné (Kasalova, 2016; Legat et al., 2018; Rada, 2022).
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Obrazek 1-2: Schéma prediktivni udrzby (MBI tym, 2023)

1.3.5 Proaktivni udrzba

Proaktivni udrzba je typ, ktery je zaloZeny na udrzbé po poruse, preventivni idrzbé a prediktivni
udrzbé. Navic se pfi provadéni udrzby také sleduje, zda dana porucha nema néjaké dalSi konkrétni
pFic¢iny. To znamena, Ze pfi poruSe nebo potencialni poruse se provadi i technicka, technologicka
nebo konstrukéni opatfeni, kterd maji za Ukol odstranit pfic¢inu poSkozeni daného dilu/sou-
Castky/stroje. Jako konkrétni prakticky pfiklad mize byt, Ze nez udrzbar vyméni soucastku, napfiklad
lozisko, tak se pfesvédc¢i, zda pficinou poruchy a jeho kratké Zivotnosti neni diivod jako Spatné ma-
zani, vibrace i Spatna pozice. Nasledné nejdfive odstrani tyto pfiCiny a pak vyméni lozisko, coz pro-
dlouzi jeho budouci zivotnost. Proaktivni udrzbar se tak snazi zabranit pravidelné se opakujici poru-
cham, které maji jasné pficiny, mezi které mlze patfit Spatné provedena udrzba, Spatna instalace,
$patné nastaveni nebo $patna obsluha (Kasalova, 2016; Legét et al., 2018).

Prvky, které proaktivni udrzba pfindsi navic jsou:

= ddraz na rozbor pficin poruch a jejich aktivni odstrafovani,

= technicky stav je pfedvidan do budoucna a komplexnéji se zpracovava diagnostika,
= posileni ulohy tymu a zahrnuti vSech, ktefi se na spravné funkci stroje néjak podileji,
= vy$Si ddraz na dlouhodobou stabilitu funkénosti zafizeni (Kasalova, 2016).

S planovanim budouci udrzby na néjakém zafizeni by se mélo zacit jesté pred pfichodem daného
zafizeni. Mély by se zvazit aspekty jako moznost udrzby konkrétniho stroje, cenu a dostupnost na-
hradnich dild, zainteresované osoby, moznost komunikace s dodavatelem ¢i instrukce a spolehlivost
zarizeni. Nasledné se sestavi tym, ktery bude za zafizeni zodpovédny a ten by mél dat dohromady
veskerou dokumentaci, potfebné dily, parametry a dalSi nutné véci potfebné pro provadéni proaktivni
udrzby na daném zafizeni. Na zakladé nich se pak sestavi plan adrzby, intervaly preventivni
udrzby, diagnostické metody, pristroje, které budou vyuzity a dal$i (Kasalova, 2016).
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1.3.6 Zavéry

% = Vyvoj ukazuje, Ze jednotlivé typy se nevylucuji, a naopak se €asto prolinaji a kom-
binuji ve spolecnosti.
= Hlavni pozornost je dale vénovana prediktivni adrzbé. Ta nejvice vyuziva datovou
analytiku.

» Res$eni musi ale zohlednit i prvky proaktivni a preventivni udrzby, jelikoZ jsou Gzce
propojeny.

1.4  Organizace udrzby

Existuje pét zakladnich typu, které musi kazda firma zvazit pfi zavadéni udrzby a je jasné, ze za urci-
tych podminek mohou vyuzivat i vice typl organizace najednou. Kazda z nich ma samoziejmé sva
pozitiva a negativa.

1.4.1 Centralizovana udrzba

Forma organizace spocivajici v existenci jednoto centralniho organu, ktery ma na starosti provadéni
veskeré Udrzby a vSech ¢&innosti. Udrzbati jsou dle specializace rozdéleni do tymu a pfirazeni speci-
ficky ke svym strojiim nebo Cinnostem, které musi spravovat. Vyhodou je velka profesni Uroven za-
méstnancl nad danymi stroji/zafizenimi/oborem a také vybaveni specialnim nafadim, které potfebuji
pro specifické ukony. Nevyhodou zde je komplikovana komunikace mezi udrzbafi a obsluhou strojud a
také neznalost okolnosti a pracovnich podminek, ve kterych zafizeni pracuji (Kasalova, 2016; Rada,
2022).

1.4.2 Decentralizovana udrzba

Forma, kdy je specializovana udrzba rozdélena do skupin. To znamena, ze ke kazdému zafizeni je
pfifazena skupina, ktera obsahuje nejen zaméstnance vyroby, ale i Gdrzbu. Casto se zde vyuZiva i
udrzba pfimo zaméstnanci vyroby. K vyhodam této formy patfi velmi dobra znalost pracovnich podmi-
nek zafizeni a dobra komunikace se spolupracovniky v ramci jak udrzby, tak pravé napf. vyroby a ob-
sluhy stroje. Nevyhodami vSak je nejednotné odborné vedeni jednotlivych tymd, horSi vyuziti materi-
alu a nahradnich dild a nedostate¢né vybaveni udrzby (Kasalov4, 2016; Rada, 2022).

1.4.3 Kombinovana udrzba

Jde o kombinaci formy centralizované a decentralizované. To znamena, Ze ve spole¢nosti existuji
oba typy skupin, kdy centralizované jsou ty, které potfebuji vysokou uroven profesni specializace a
odbornost (to mohou byt napfiklad specializované prace, nakup nahradnich dild, IT sluzby atd.). De-
centralizované skupiny naopak spolupracuji s tymem vyroby anebo se pravé pfimo stavaji jeho sou-
¢asti (Kasalova, 2016; Rada, 2022).

1.4.4 Externi zajisténi udrzby

Znamené ndkup sluzby u externi spoleénosti, a to u naprosté vétsiny spoleénosti. Casto se jedna o
nakup a objednani udrzby na specialni tkony. DGvody mohou byt napfiklad specializované prace,
které se provadéji jen jednou za dlouhé ¢asové obdobi, prace, které musi byt provadény jen oprav-
nénou licencovanou firmou nebo Ukon, vyZadujici pouZziti drahych, nedostupnych a specialnich zafi-
zeni. Vybér externi firmy byva Casto snadny, jelikoZ v blizkém okoli jich byva malé mnozstvi anebo
se rozhoduje podle ceny. Odpada zde nutnost zafizovani a skladovani specialnich sou&astek, jelikoz
je firma zajisti a nutnost kupovat specialni draha zafizeni, které bude mit firma k dispozici (Rada,
2022).

1.4.5 Outsourcing adrzby

Spociva v dlouhodobém zajistovani bud celé, ale vétSinou €asti udrzby externim dodavatelem.
Spole€nost se musi rozhodnout, jakou bude mit strategii a zda chce &ast udrzby outsourcovat.
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Nasledné se musi rozhodnout, do jaké miry chce nahradit vlastni idrzbu externi a stanovit si
smluvni poZadavky a vySe plateb.

Davody pro outsourcing byvaji vétSinou navys$eni kvality a odbornosti idrzby a snizeni finan¢nich na-
kladl. S outsourcingem odpada neustala nutnost nakupu dild, nakupu vybaveni, nakupu zafizeni pro
udrzbu a pouze se plati za vyuzivané sluzby. Samoziejmé s sebou ale outsourcing nese i jista rizika a
nevyhody a v pfipadé nespokojenosti miize dojit k ukonéeni spoluprace a vraceni zodpovédnosti do
rukou vlastni udrzby (Kasalova, 2016; Rada, 2022).

Vyhody a divody pro outsourcing:
*  snizeni nakladu
= zvySeni kvality
= nedostatek vlastnich zkuSenosti
= snizeni stavu zaméstnancu
= provede specialni licencované prace
=  dostupnost specialnich zafizeni
= nedostatek vlastnich zkuSenosti (Kasalova, 2016; Rada, 2022)

Nevyhody a hlavni divody proti outsourcingu:

=  slozita kontrola udrzby

= neumeérné nebo pfilis vysoké naklady ku odvedené praci

=  obavy z nekvalitné provedené prace

= zavislost na externi firmé

=  slozitost zadani pozadavku externi firmé

= nezkuSenost nebo nevybavenost dodavatele

=  obava z Uniku internich dat, informaci nebo know-how (Kasalova, 2016; Rada, 2022)

1.4.6 Zavéry

% =V praxi lze pouzivat pouze jednu vybranou, ale ve vétSiné pfipadu se setkame
s kombinaci, kdy mlze byt napfiklad centralizovana s ¢asti ukon( outsourcovanych.

» Nejvétsi vliv bude mit struktura spolecnosti, kdy se od vychoziho stavu bude odvi-
jet, jakym zplsobem by mélo byt datové analytické feSeni nastaveno a zavadéno,
jaky je tok informaci ¢&i jaci jsou aktéfi.

15 Typy poskozeni stroju v ramci udrzby

Existuji tyto typy poSkozeni/opotfebeni, které mohou vzniknout na strojich a sou¢astkach v primyslo-
vych podnicich. Je dulezité védét, s &im se v ramci takovych stroju udrzba potyka a co napfiklad vy-
robni linky maze poskodit.

1.5.1 Erozivni opotiebeni

s v, 7 v oz

Jedna se o proces, kdy kapalina nebo plyn unasi néjaké ¢astecky tvrdSiho materialu anebo ¢as-
teCky obsahuje samotna proudici latka. Tyto ¢astecky narazeji do materialu, ktery je kolem nich, a po-
Skozuji ho. Dochazi k ryhovani a sefezavani materialu a typicky vysledek je poSkozeny zvrasnény a
nerovnomérny material s prohlubeninami. Tyto materialy pak musi byt vyménény (Posta et al., 2002;
Rada, 2022).

1.5.2 Unavové opotrebeni

Typ opotfebeni, které vznika na soucastkach a materialech, které prochazeji opakovanym vysokym
kontaktnim tlakem mezi dvéma télesy v cyklickém pohybu. Klasickym pfikladem je vzajemny pohyb
ozubenych kol. Opakovanym kontaktem a plsobenim tlaku zaénou v kolech vznikat praskliny na po-
vrchu zubu, které se nazyvaji tnavové praskliny. Praskliny se opakujicim se kontaktem postupné

zvétsuji, az zacne dochazet k vylamovani kusu materialu. K Sifeni poSkozeni pomaha i mazivo, které
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vnika do prasklin, tam je uzavirano, zvysuje tlak a zrychluje Sifeni prasklin (Posta et al., 2002; Rada,
2022).

1.5.3 Koroze kovu

Proces, kterym se oznacuje zména povrchu kovu a ztrata jeho vlastnosti na zakladé elektroche-
mickych a chemickych vlivli okolniho prostfedi, kdy kov oxiduje a vznika koroze. Koroze ¢asto probiha
soucasné s jinymi typy opotrebeni, jejich vliv se kumuluje a rychleji snizuji funkénost kovu a zvysuji
opotrebeni. Pro kovy jsou vzdy uvedené korozni rychlosti, které oznacuji rychlost intenzity koroze a
Ize podle nich urdit, zda bude soucast schopna pracovat v koroznim prostfedi. Koroze se déli na
plo$né koroze (po celém povrchu zafizeni), mistni, a atmosféricka, ktera vznika, kdyz je material ve
velmi vysoké vihkosti. Chranit kov pred korozi pak mizeme napfiklad Upravou prostfedi, kde se ma-
teridl nachazi, elektrochemickou ochranou, Upravou povrchu nebo konstrukénim feSenim (Posta et al.,
2002; Rada, 2022).

1.5.4 Otlaceni

Ve chvili, kdy na material plsobi vnéjsi tlaky a sily zpusobené napfiklad néjakym jinym objektem,
dochazi k trvalé zméné povrchu &i tvaru materialu, tedy otlaCeni. V pfipadé, ze jsou na prvni pohled
znatelné, Ize to brat uz jako poskozeni. Pokud je material dostate¢né pevny, tak material neubyva, ale
dochazi k jeho prelévani na jiné misto, tedy zméné tvaru. V zavislosti na zméné tvaru dané sou-
¢astky pak mize dojit k vyskytu opotfebeni na jinych mistech nebo opotfebeni i u jinych souéastek v
jeho blizkosti (Posta et al., 2002; Rada, 2022).

1.5.5 Deformace

Typ opotiebeni, kdy dojde k viditeIné zméné geometrického tvaru néjaké soucastky. To mlize byt
zpusobeno opét plsobenim vnéjSich vlivl, kdy mlze dojit napfiklad k ohybu materialu. Zde ale zalezi
na typu materialu, jelikoz u kieh¢ich materialu, jako je sklo, je i mirna deformace moc na to, aby mate-
rial vydrzel, dojde ke zlomu, a to uz maze byt i zni¢eni souCastky. Mize dojit i k deformaci vnitini,
kdy se pusobenim tlaku deformuje soucastka uvnitf, ale zvenku to na prvni pohled znatelné neni. | to
ale mlze soucastku poskodit. K deformaci miize dojit i pisobenim vysoké teploty, kdy, pokud je mate-
rial nachylny na teplo vystaven pro ného pfili§ vysoké teploté, mize dojit ke zméné tvaru. (Posta et al.,
2002; Rada, 2022).

1.5.6 Trhliny alomy

Trhlina je typ poSkozeni, kdy dojde u sou€astky pfimo k narusSeni jejiho povrchu ve tvaru viditelného
fezu. Pokud se fez vyskytne v celé Sifce dané soucastky, tak by to bylo nazyvano lomem. Zplsob
jejich vzniku je podobny, jako tomu bylo u otlaceni a deformace, tedy pusobeni vnéjsiho tlaku a sil,
které prekroCi pevnost nebo unavenost materialu a zpUsobi, Ze material néjakym zptsobem praskne.
Vyskyt trhlin ze své podstaty zpusobi naruseni pevnosti a vydrZe materialu a po néjaké dobé vétsi-
nou konc&i lomem. Velmi zde ale zaleZi na kiehkosti a houZevnatosti materiélu, tedy jeho schopnosti
absorbovat vnéjsi energii. (Posta et al., 2002; Rada, 2022).

1.5.7 Zavéry
% » Typy poSkozeni stroji a cesty, jakym zptisobem se zarizeni opotfebovavaji, jsou

zajimaveé z technického hlediska pro vSechny, kdo se na opravach stroja podileji.

= Umoznuje to lepSi pochopeni pfi¢in poruch a hledani lepSich preventivnich opat-
feni.

= Pro datové analytické feSeni ale neni kliCovy samotny fyzikalni mechanismus posko-
zeni, ale spiSe disledek, tedy porucha ¢i zhorseni funkénosti zarizeni.

= Analytické aplikace pracuji hlavné s provoznimi daty, indikatory a historii poruch,
které tyto mechanismy odrazeji.

=  Popis poskozeni slouzi vice jako podpulrny kontext pro pochopeni vzniku poruch
nez jako cil analytického zkoumani a predikci.
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2. Strategie a mozné pristupy v ramci udrzby

Uéelem je vymezeni nékolika strategii a pfistupti, jak je mozné celkové vést a zavadét
udrzbu v podniku. Uvedené konstrukty nelze brat zcela jako typy udrzby, ale jsou to spise
pfistupy, které kombinuji rizné vlastnosti, postupy a specifika.

Témi nejznaméjSimi jsou CBM, RCM a TPM.

2.1 Condition based maintenance (CBM). Udrzba podle skuteéného technického
stavu

CBM je strategie preventivni udrzby, kiera se zamérfuje na monitorovani a sledovani skuteéného
stavu zafizeni ¢&i stroje a soucasné jeho potencialniho poklesu funkénosti ¢i poskozeni. Vyuzivaji se

k tomu kontroly jeho vizualniho stavu, senzory a dalsi techniky a zafizeni, diky kterym sledujeme trend
stavu zafizeni bud v realném ¢ase nebo v pravidelnych intervalech.

Pokud objevime degradaci stavu zafizeni (pokles jeho efektivity, pravidelnéjsi poruchy, opotfebeni),
chom predesli nahlym porucham a ¢asovym prostojum. To pak znamenad, Ze zafizeni se vyradi z pro-
vozu az ve chvili, kdy je udrzba nevyhnutelna, a ne po uplynuti néjakého nastaveného ¢asového
obdobi (IBM.com, 2023; Puskar, 2024).

CMB Ize spojit s prediktivni adrzbou, ktera diky predpovédim jesté zefektivni tento pfistup. Uprava
udrzbového planu je pak provadéna nejen na podobé aktualniho stavu zafizeni, ale pravé i na pred-
povédich, které nam mohou pomoci udélat tuto Upravu planu dopfedu s patfiCnou pfipravou. Na roz-
dil od preventivni udrzby v pravidelnych intervalech, ktera déla udrzbu na zakladé daného rozpisu,
CBM umoziiuje identifikovat potfeby stroje a nastavit Udrzbu efektivnéji a finanéné vyhodnéji
(IBM.com, 2023; Puskar, 2024).

V ramci CBM lze pouzivat rizné praktiky, mezi které patfi napfiklad:

» infradervena termografie — vyuziva termalni obraz pro detekci pfehfivani nebo jinych vykyva
spojenych s teplotou

* monitorovani vibraci — také vibraéni analyza, vyuziva senzory snimajici vibrace, pro detekci a
meéfeni jejich frekvence a identifikaci vychylek,

» analyza tlaku — vyuzivana pfedevsim v zafizenich, kde musi byt dany néjaky tlak a senzory
vyhodnocuji zmény &i pokles tohoto tlaku,

= analyza oleju — vyhodnocuje kvalitu a podminky oleji a jinych kapalin, sledujice napfiklad jejich
viskozitu ¢i kyselost pro detekci napfiklad kontaminace (IBM.com, 2023).

Zivotni cyklus CBM je velmi pfimogary a sklada se z &asti planovani, implementace, monitorovani,
analyzy a konecné zlepSeni udrzby. Vyhody CBM jsou takové, ze zabranuje selhani vybaveni a
prostojum, zvySuje zivotnost zafizeni, zvySuje bezpecnost, zvySuje efektivitu Udrzby a snizuje naklady.
Nevyhodami ale je, Ze ma vysoké naklady na implementaci, sbér dat mlze byt slozZity, integrace musi
byt komplexni a dikladna a nese s sebou nutnost vysoké bezpec¢nosti dat (IBM.com, 2023).

2.2 Reliability centered maintenance (RCM). Udrzba zamérena na bezporuchovost

Jejim hlavnim cilem je zvySovat spolehlivost zafizeni tak, Ze se konstantné snazi identifikovat ko-
Ffenové priciny poruch, byt na né pfipravena a tim sniZzovat naklady. To znamena, Ze se snazi urcit

kazdy jeden prvek zafizeni, ktery by mohl selhat. Pfi spravném pochopeni mozZnosti, jak by mohl se-

Ihat, Ize optimalizovat udrzbovy plan a nastavit ukony tak, aby se jim priibézné snazili pfedchazet

anebo na né byly pfipravené.

Na rozdil od CBM tedy nereaguje na vyvoj stavu zafizeni, ale jiz na vSechny mozné pficiny, jak by
potencialni porucha mohla vzniknout. Zasahy preventivni udrzby a managementu se urcuji i podle
provoznich, bezpecnostnich a ekonomickych nasledkd poruch. Jejim vysledkem je posudek k prove-
deni udrzbarského ukonu, zmény zarizeni ¢i jina potencialni moznost pro zlepseni (Kasalova, 2016;
Puskar, 2024).
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RCM ma své zakladni definované principy, kterymi je potfeba se fidit:

*  Primarnim cilem RCM je zachovat funkce systému.

= |dentifikovat potencialni zpUsoby poruchy stroje ¢i soucastky, které mohou zpusobit nefunké-
nost zafizeni.

» Klasifikovat zpusoby poruch dle stromu logického rozhodovani.
» Hledat uzite¢né a efektivni preventivni ¢innosti (Kasalova, 2016).
Tyto &tyfi zakladni principy pak byly rozpracovany do navazujicich otazek, které by si mél kazdy
uzivatel RCM polozit:
1. Jakou funkci a vykon ma zafizeni splfiovat v chténych provoznich podminkach?
Co muze zpusobit selhani této funkce zafizeni?
Co muze zapficinit funkéni poruchy?
Co se stane pfi vzniku této poruchy?
Jak porucha ovlivni zafizeni?
Co muzeme udélat preventivné, abychom predesli této poruse?
Co mGzeme udélat, pokud neni k dispozici Zadné preventivni feSeni (Kasalova, 2016)?

No oM~

Stejné jako CBM ma pak RCM svj dany Zivotni cyklus. Zac¢ina se zahajenim a planovanim, kdy se
napfiklad stanovuji cile a obsah analyz &i se identifikuji zkuSenosti, specializace a odpovédnosti. Vy-
sledkem je plan analyzy. Pokracuje se pravé analyzou poruch funkce, kde dochazi napfiklad k ur-
¢eni moznych poruch, jejich disledkl a kritiénosti. Nasleduje volba Gkonu na zakladé pfedchozi ana-
lyzy, kdy se uréi i potfebné intervaly UkonU. Pak je implementace a vysledkem je plan udrzby. Na to
jiz opét navazuje neustalé zlepSovani a zvySovani efektivity vytvofeného systému (Kasalova, 2016).

Vyhody této strategie jsou, Ze zlepSuje efektivitu udrzby, poskytuje navod k jejimu zvladnuti, snizuje
naklady na udrzbu, vytvaii dobfe zdokumentované procesy udrzby a moznost jejich neustalého zlep-
Sovani a dobré pochopeni cile a u€elu udrzby vSemi zainteresovanymi. Nevyhodou pak je opét velmi
slozita a nakladna tvorba, sloZitost analyz a implementace a sou€asné pfi zméné zafizeni musi dojit i
ke zménam analyz a tkonu (Kasalova, 2016; Puskar, 2024).

2.3  Total Productive Maintenance (TPM). Totalni / komplexni produktivni adrzba

TPM je strategie udrzby zaloZend na proaktivnim typu udrzby. Casto je oznadovana jako typ filozo-
fie pro efektivni idrzbu. Dlraz se zde klade na odstranéni déleni pracovnikt na obsluhu stroje a
udrzbu a zapojeni vSech zaméstnancu do procesu udrzby. TPM velmi silné zasahuje az do samotné
firemni kultury. Pfedpoklada se, Ze neni nutné vSe pfenechat udrzbé a ten, co stroj obsluhuje, maze
jako prvni zaznamenat drobné zmény &i nedostatky na stroji, zapojit se do procesu, ktery normalné
provadi udrzbafi a efektivné tak odhalenim malikosti ¢i abnormalit pfedejit budoucim potencidlnim
poruchédm. Toto se nazyva tzv. autonomni udrzba a je efektivni, protoze obsluha ma nejvétsi znalosti
o daném zafizeni a dodava to zodpovédnosti a dilezitosti obsluhy vuci své roli.

TPM pak vyzaduje a zahrnuje velmi Uzkou spolupraci vsech tedy operator(i, udrzby, ale i ma-
nagementu, vedeni a dalSich. Véfi, ze touto Uzkou spolupraci se pak dosahne nejefektivnéjsiho pred-
chazeni poruch a navazujicich prostoju a co nejrychlejsi reakce na vznikajici poruchy. Mimo samot-
nych poruch, tak také vypomaha pfedchadzet chybam na vyrobcich, neshodam a pfreSlapim vyroby,
zvySeni bezpecénosti a pfedchazet moznym drazim, coz jsou dalSi benefity TPM. Zavadi se tedy ne-
jen jako udrzba, ale celopodnikové, i vramci prodeje, financi, vyvoje, nakupu &i jiné administra-
tivy, pravé aby se zapojili zcela vSichni a pfedevsim vSichni, co mohou néjak prispét (Kasalova, 2016;
Puskar, 2024; Rada, 2022).

TPM byla vytvofena Japoncem jménem Seiche Nakajima a ten také definoval 8 zakladnich pilifi
spravné fungujiciho TPM:

= autonomni udrzba,

= preventivni, planovana a prediktivni udrzba,

» neustalé zlepSovani zafizeni a procesu,

=  vzdélani a trénink,

= nové zafizeni, LCC (Life Cycle Cost),
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= 5Sv administrativé (metoda pro organizaci pracovisté zalozena na 5S),
=  kvalita a bezpecnost,
=  materialovy tok (Kasalova, 2016).
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Obrazek 2-1: Pilife TPM (Rada, 2022)

Zavadéni TPM se pak déli do étyf zakladnich fazi a celkové se jedna o 12 kroku, které je potfeba
splnit (Kasalové, 2016).
1. Faze: Priprava
1) Oznameni vrcholovym vedeni o zavedeni TPM.
2) Start vzdélavani a kampané o TPM.
3) Vytvoreni organizaéni jednotky pro TPM.
4) Vytvofeni vize a politiky TPM.
5) Formulace hlavniho planu.
2. Faze: predbézina implementace
6) Zahajeni celého TPM.
3. Faze: implementace TPM
7) ZlepSovani vykonnosti zafizeni.
8) Navrh autonomni udrzby.
9) Navrh planu udrzby pro oddéleni udrzby.
10) Zahajeni tréninkl operaci udrzby.
11) Vytvofeni €asového programu managementu zafizeni.
4. Faze: stabilizace
12) ZlepSovani TPM a jeho rozsifovani (Kasalova, 2016).

Vysledky zavedeni a vyhody pak jsou zlepSovani kvality, sniZzeni nakladi, zvyseni moralky a zlep-
Seni bezpecénosti na pracovisti. Dale pak snizeni poruchovosti, zkraceni doby udrzby a snizeni na-
kladu na udrzbu, zkraceni vyrobnich ¢as(, zlepSeni procest a mnoho dalSich. V koneéném dusledku
je pak vysledkem i zvyseni konkurenceschopnosti celé spoleCnosti. Udava se, ze zlepSeni pak m(-
zeme sledovat jiz béhem Sesti mésicu. Nevyhody je opét velmi naro€na implementace. Diky své
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slozitosti a zasahu do celé struktury spolecnosti je to nevyhnutelné. Stejné tak mize byt problémem
odpor zaméstnanct k novym postuptim a dale nutnost kvalitniho a pravidelného proskolovani zamést-
nancu, které je nevyhnutelné a zasadni (Kasalova, 2016; Puskar, 2024; Rada, 2022).

2.4  Zavéry

&

Uvedené strategie udrzby nejsou vSechny, existuje rada dalSich.
CBM je zaloZena na skute¢ném stavu.

RCM je zaloZena na zakladé rizika.

TPM zasahuje do celé organizace spoleCnosti.

Analytické Feseni pak slouzi jako podpora pro rozvoj a rozhodovani v ramci dané
strategie.
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3. Aktudlni trendy v ramci tématu udrzby

Ucelem je specifikace trend(, které v souasnosti panuiji v oblasti tdrzby. Zahrnuji néko-
lik konceptl, které aktualné previadaji. Je dllezité pak urcit, jakym smérem se novodoba
udrzba ubira a co Ize ¢ekat do budoucna.

Jednim z téchto trendu je aktualné i pravé Predictive maintenance (prediktivni udrzba)
a je to jeden z téch nejvétsich trendu.

3.1  Pramysl 4.0 a Maintenance 4.0

Koncept Priimysl 4.0 se dostal a adaptoval i do oboru udrzby, kde vytvafi velky posun. Vznikaji ob-
rovské propojené systémy komponent, které shiraji data z linek a jinych zafizeni, jako jsou sen-
zory a €idla. Ty pak posilaji data v realném ¢ase s informacemi o jejich stavu, spolehlivosti a efektivité
do systému, které je zpracuji a poskytuji okamzité velmi pfesna data a vysledky. Ty pak pomahaiji dé-
lat rozhodnuti pro co nejlepsi udrzbu a dalsi oblasti jako je sprava majetku. Data se pribézZné ukla-
daji a pracovnik je muze mit kdykoliv dostupna. To nese i negativa, jelikoz kdyz jsou data pfenasena
pres internet, tak je riziko, Ze se k nim dostane i nékdo cizi a zneuZije je. (Rada, 2022; Staffenova et
al., 2021).

3.2 Primysl 5.0 a Human-centric Maintenance

Priimysl 5.0 se stale snazi procesy automatizovat, ale vznika v ném opét nové silné zaméreni na clo-
véka (human-centric), ktery v té &tvrté byl spiSe mimo. Clovék nesmi nikdy byt z procesu odstranén,
mél by byt vzdy alespon do urcité miry pfitomen a stroj by mél pfedevsim podporovat, zjednoduSovat
a zefektiviiovat jeho praci. Stroj nemiize udélat svou praci sam bez kontroly a schopnost uvazo-
vani a zasahnuti ¢lovéka musi byt zasadni. Oba dva tak maji zasadni roli a dle 5.0 oba musi koexisto-
vat, nikoliv jeden vyfadit druhého (Cummins et al., 2024).

Na jeho zakladé tak vznikaji i nové trendy a koncepty v ramci udrzby. Mezi tyto nové vznikajici pojmy
pak patfi napfiklad XAl (eXplainable Al) nebo iML (interpretable Machine Learning). Tyto dva kon-
cepty jsou v soucasné dobé velmi intenzivné zkoumany z riznych smérl a jeden z téchto smérd je
prave i efektivni vyuziti v prediktivni udrzbé. Vyuziti téchto dvou pojmu a spojenim s prediktivni udrz-
bou ndm pak vznikd pojem XPM = eXplainable Predictive Maintenance. Z praktického hlediska to
pak znamena, ze napfiklad Al neda pouze tvrdé vysledky a tvrzeni, ze se stroj rozbije, ale poskytne i
kontext, dlvody, rozhodovaci logiku a dal$i dikazy, pro€ by se tak mélo stat, a to poskytuje naprosto
transparentni informace pochopitelné pro kohokoliv. (Cummins et al., 2024).

3.3 E-Maintenance

E-Maintenance je systém, ktery Ize jednodus$e definovat jako udrzbu, kde jsou stroje monitorovany
a fizeny pres internet. Je to sit, ktera integruje a spojuje jednotlivé aplikace udrzby a zafizeni
tak, aby shiraly spole¢né informace a dorucily je tam, kde jsou potfeba. Tento technologicky vyspély,
efektivni a rychly systém je schopny pfi spravném pouZziti dovést spole€nost, aby dosahla téméf nulo-
vych prostojl. Tento sbér dat a jejich okamzité sdileni je pak schopny pomoci spolecnosti k vysoké
Urovni transparentnosti a maximalné efektivni okamzité informovanosti. Systémy se pak daji integro-
vat s dalSimi odliSnymi systémy spolecnosti a sesbirana data mohou byt propojena s daty jinych
oddéleni &i dokonce jinych zavodu, ¢imz ziskame okamzité vysledky, které se dfive velmi slozité podi-

......

jinych zainteresovanych stran (Iung et al., 2007).

Tento koncept dnes dostava obrovskou pozornost, diky svému vlivu na operovani spole€nosti a pro-
cesy. Velmi zvySuje bezpecnost, zvySuje spolehlivost, snizuje naklady obecné a také snizuje naklady
na udrzbu, jelikoz se odhaduje, ze naklady na adrzbu mohly bézné ¢init 15-40 % z ceny vyrobe-
ného produktu a e-Maintenance toto tla¢i dold. V kone¢né dusledku pak ovliviiuje i samotnou konku-
renceschopnost spole€nosti. Proto je tento systém &im dal rozSifené&jSi. Nese s sebou ale i negativa,
jelikoz jeho zavedeni mlze byt velmi slozité a nakladné, pfedevsim pro spole¢nosti, které nejsou tak
dobfe technologicky vybavené. Neustale vyssi komplexita a sloZitost vyrobnich zafizeni a
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produktu také klade vy$si naroky na spravné zavedeni tohoto systému. Vyzkum v oblasti e-Main-
tenance vs$ak stale pokracuije a jeji dlilezitost v pribéhu ¢asu neustale roste (Staffenova et al., 2021).

34 Digital Twin

Digital twin neboli digitélni dvojCe je koncept, kdy se v digitalnim prostiedi vytvofi digitdlni kopie
nebo digitalni verze néjakého fyzického objektu, stroje, zafizeni nebo systému. Dnesni technologie
je jiz schopna toto udélat do téch nejmensich detaill, které potfebujeme. Toto dvojée je nasledné na-
pojeno na svuj realny protéjSek, ziskavajice data a jiné informace z realného funkéniho systému,
samo s nimi mGze pracovat a nasledné virtualné vytvaret a testovat scénare, které by mohli nastat. To
umoznuije otestovat funkce, reakce, chovani a potencialni situace bez toho, abychom jakkoliv narusili
fyzicky objekt, ktery musi fungovat.

Tento proces nam pomaha na zakladé otestovanych scénarl nasledné vylepsovat ¢i upravovat
dané zafizeni tak, abychom predesli potencialnim porucham nebo chybam anebo se alespon pfipra-
vili, az tento scénar nastane. Velmi jednoduchy prakticky pfiklad maze byt, co se stane s vyrobni lin-
kou, pokud by nam vypadla elektfina. Digitalni dvoj¢e toto dokaze nasimulovat v kontrolovaném pro-
stfedi, bez naru$eni vyroby. DokaZze okamzité sesbirat vSechna data, a navic tento scénar miizeme
provadét opakované bez sebemensiho problému. Tim dokazeme ziskat veskera potfebna data,
umime pfipravit se dopfedu na vznik tohoto problému a ve chvili, kdy nastane, tak jsme schopni
pfesné a okamzité zareagovat.

Spole¢né s tim jsme pak schopni délat i opatreni, aby tento scénar vibec nenastal. Mimo tento pfi-
klad, kdy se scénare testuji na dvojceti, tak naopak i dvojée je schopné se ziskanymi daty z reality
provadét rizné operace, data upravovat a optimalizovat a pokud je potreba, tak vraci tato vylepSena
data realnému objektu. Ten je pak schopny na jejich zakladé Iépe pracovat a zlepSit svou funkci. Nej-
vétsi rozdil mezi digital twin a jinou simulaci je pak skute¢nost, Ze neni staticky a diky konstantni
komunikaci s redalnym objektem a dostupnosti dat se model neustale uc¢i a upravuje svoji funkci
na zakladé prfesné aktualni situace realného objektu (Hussien Gomaa, 2024).

Integration of Model and Data Data Processing

Model Calibration

Continuous

e Improvement ~
DT Model Data
Continuous
Impro

Physical
Entity

Data-Model Synchronization

Obrazek 3-1: Digital Twin (Hussien Gomaa, 2024)
3.5  Cisténi oleji
Oleje jsou soucasti vSech stroju, které jsou kolem nas a je jasné, ze jejich likvidace je velmi slozZita.
Musime pfi ni byt velmi opatrni, aby nedoslo ke znecisténi zivotniho prostredi, proces podiéha
spousta pfedpisim a ¢asto mlze byt i velmi nakladny. O to horsi je to v pfipadé, kdy néjaky stroj

dokaze projit tisici litr(i oleje za kratSi Casovy Usek. Kvalita daného oleje, a to jak kvalita samotného
produktu, tak Cistota oleje samotného ve stroji, mize zasadné ovlivnit kvalitu a efektivitu jeho funkce.

Proto jsou existuji koncepty, které jsou schopné velmi dobre eliminovat znecisténi oleje ve stroji a
soucasné i jeho celkovou spotfebu. Jedna se napfiklad o elektrostatické cisténi oleju, které umoz-
fuje na zakladé chemickych procesl Cistit olej pfimo ve stroji i bez preruseni vyroby. Napln oleje se
diky ni stava trvalou a vysoce snizuje objem priamyslového odpadu. DalSim konceptem/nastrojem je
obtokova filtrace oleji, ktera se vyrabi tak, aby se pfipojila pfimo ke stroji. Kazdou chvili je pak ze
stroje odebirano miniaturni mnozstvi oleje, aby nedoslo k ovlivnéni funkce stroje, odebrany dil je profil-
trovan a nasledné navracen do stroje. (Rada, 2022).
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3.6

<

Zavéry

Aktudlni trendy v fizeni udrzby dobfe znazornvuji, Ze je zde posun smérem k digitali-
zaci, podpore rozhodovani, maximalni vyuziti dat a integrace s dal8imi systémy.

tenance, které Uzce souvisi s prediktivni udrzbou.

Digital twin ma také vyuziti v prediktivni adrzbé, ale spole¢né s éisténim oleji nej-
sou pfimo pfedmétem tohoto dokumentu.
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4. Datova analytika a Fizeni udrzby

l]éelem je charakterizovat datovou analytiku a to, jak vyznamné zasahuje i do udrzby.
Casto byva soucasti analytiky investic a udrzby, jelikoz kazdy jeden vlastnény stroj,
linka, zafizeni nebo i budova je investici spole¢nosti, ktera mize bud pfinaset hodnotu
anebo ji bude ztracet-

4.1 Hlavni KPIl a metriky

Samotna udrzba ma sva hlavni KPIl a metriky, které se k ni obecné vazi. Tyto metriky jsou pro
udrzbu relativné univerzalni a jsou pouzitelné ve velkém mnoZstvi rdznych pramyslovych a dalSich
spolecnosti. Vybér metrik pak zavisi i na konkrétnim podniku a co potfebuje sledovat. Dal$i uvedené
metriky Ize pokladat za zakladni.

4.1.1 MTBF - Mean Time Between Failures

MTBF znamena primérny ¢as mezi poruchami. Reprezentuje primeérnou dobu, po kterou zafizeni
operuje od posledni poruchy do dal$i poruchy. Pomaha urcit spolehlivost zafizeni a pfedpovidat po-
tfeby udrzby pro dané zafizeni. Vypocita se jako Celkovy ¢as provozu / Pocet poruch. Pro jednodu-
chy pfiklad mizeme vzit stroj, ktery skuteéné pracoval 500 hodin (planovany ¢as vyroby minus
prostoje) za dany mésic a za dany mésic zaznamenal 4 poruchy. MTBF by v tu chvili vychéazelo jako
125 hodin. Vedouci udrzby podle toho pak mohou upravit pracovni plan. (MaintainX.com, 2025).

41.2 MTTF —=Mean Time To Failure

MTTF znamena prumérny ¢as do selhani. Méfi primérnou dobu, po kterou zafizeni pracuje, nez do-
jde k jeho selhani a je neopravitelné. Je to uzite€na metrika pro neopravitelna &i spotfebni zafizeni,
pro které je typické, Ze maji danou dobu a pak musi byt vyménény (napf.: zarovka, filir apod.). Rozdil
od MTBF je v tom, Zze MTTF sleduje jen neopravitelné poruchy. Vypocita se jako Celkovy ¢as pro-
vozu / Pocet zni¢enych kusu. Pro pfiklad mame krabici 100 Zarovek, které by mély dohromady fun-
govat 50 000 hodin. Za tu dobu ale 25 z nich pfestane fungovat. 50 000 déleno 25 nam pak da MTTF
s hodnotou 2000 hodin. Pouziva se k uréeni Zivotnosti zafizeni (MaintainX.com, 2025).

4.1.3 MTTR - Mean Time To Repair

MTTR znamenda priamérny ¢as do opravy. Méfi pramérny ¢as, ktery je potfeba na opravu zafizeni a
jeho navraceni do funkéniho stavu od poruchy. Tento kriticky ukazatel pfimo ovliviiuje dostupnost za-
fizeni a kapacitu vyroby. Vypocita se jako Celkovy ¢as vSech oprav / Poéet oprav. Pokud by tym
udrzby stravil na jednom zafizeni 20 hodin v priibéhu 5 rliznych oprav, MTTR by pak vychazelo na 4
hodiny. U tohoto ukazatele naopak cilime na nizSi hodnoty, jelikoz to znamena krat$i opravy a efekti-
vitu udrzby. Tato hodnota ale miZze byt ovlivnéna komplexnosti daného zafizeni (MaintainX.com,
2025).

4.1.4 OEE - Overall Equipment Effectiveness

OEE znamena celkova efektivita zafizeni. Pocita celkovou efektivitu kombinaci tfi faktort: dostup-
nost, vykon a kvalita. Celkové dava dobrou informaci o tom, jak kvalitné nase zafizeni funguje. Vypo-
Cita se pak jako dostupnost * vykon * kvalita. Prakticky pfiklad by byl, Ze mizeme mit zafizeni, které
ma fungovat po sménu 8 hodin (480 minut). Nanes&tésti zafizeni hodinu nefungovalo (60 minut). Do-
stupnost by byla 87,5 % (420/480). Mélo vyrabét 100 kusu za hodinu, ale vyrabélo jen 80. Vykon by
byl 80 % (80/100). Ze 7 hodin prace vyrobila 560 kusu, ale jen 540 bylo v pofadku. Kvalita by byla 96
%. Pokud to vloZzime do rovnice, vyjde ndm OEE 67,4 %. Z popisu ukazatele je jasné, Ze chceme
vy$8i hodnoty a obecné OEE kolem 85 % je povazovano za velmi dobré (MaintainX.com, 2025).
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4.1.5 Equipment Downtime

Equipment Downtime sleduje celkové procento ¢asu, po které zarizeni nefunguje z divodu udrzby,
oprav nebo poruchy. Je to kriticky ukazatel pro operativni efektivitu a spolehlivost zafizeni. Vypodcita
se jako (Celkovy ¢as prostojti / Celkovy ¢as mozZného provozu) * 100. Vezméme, Ze zafizeni ne-
funguje 20 hodin z celkovy 200 hodin provozu. Celkovy equipment downtime by pak byl 10 %. Zde
opét chceme nizsi procentualni hodnoty. Vyssi totiz znamenaji delsi ¢as, kdy zafizeni nefungovalo
(MaintainX.com, 2025).

41.6 Asset Utilization

Asset Utilization znamena vyuziti aktiva (stroje). Reprezentuje, jak efektivné je zafizeni vyuzivano v
porovnani se svym plnohodnotnym potencialem. Ukazuje nam potom, zda je zafizeni pouzivano ne-
optimalné, optimalné anebo dokonce je zatéZzovano. Vypocita se pak jako (Celkovy vystup zafizeni /
Maximalni mozny vystup) * 100. Pro pfiklad mame zafizeni schopné produkovat 1000 kustl za mé-
sic, ale tento mésic vyprodukovalo pouze 750. Po vlozeni do vzorce zjistime, Ze zafizeni jede pouze
na 75 % své potenciélni kapacity a nefunguje tedy optimalné. Znovu zde cilime pro vy$si hodnoty pro-
cent. Existuje ale i Gasova Asset Utilization, ktera se pocCita pomoci ¢asu, tedy (Realny ¢as vyroby /
Celkovy mozny ¢éas vyroby) * 100. Vypocet by byl stejny, jen bychom misto kus( pouzili napfiklad
hodiny. Oba vypocty jsou mozné, jen poskytu;ji jiny pohled na efektivity aktiva (MaintainX.com, 2025).

4.1.7 RAV -Remaining Asset Value

RAV znamena zbyvajici hodnota aktiva. Pocita aktualni hodnotu zafizeni v porovnani k jeho pu-
vodni nakupni hodnot&. Pomaha pfedevsim s rozhodovanim, zda je cenové vyhodnéjsi udrzovat zafi-
zeni v chodu a provadét udrzbu anebo ho vyménit. Vypocita se jako (Aktudlni hodnota aktiva / Pu-
vodni nakupni hodnota) * 100. Pokud tedy vlastnime zafizeni zakoupené za 20 000 K¢ a jeho odha-
dovana aktualni hodnota je 8 000 k&, tak nam RAV vyjde 40 %. NizSi hodnoty RAV naznacuji, ze se
zafizeni blizi ke konci svého pouzitelného zivota a hodnoty pod 50 % obecné znamenaiji pfredzvést
nutnosti jeho vymény. Proto by toto zafizeni bylo potfeba brzy vyménit a u RAV rozhodné chceme
vy$8i hodnoty (MaintainX.com, 2025).

4.1.8 SMCP - Standard Maintenance Cost per Unit

SMCP znamena standardni naklady na udrzbu za kus. Méfi primérné naklady potfebné na udrzeni
kazdého jednotlivého zafizeni funkéni. Pomaha nam urgit efektivitu vyuziti nakladd na adrzbu. Vypo-
Cita se jako Celkové naklady na udrzbu / Poéet zafizeni. \Velmi jednoduchy pfiklad tedy bude, po-
kud mame naklady na udrzbu ve vysi 100 000 K& a musime se starat o 100 stroju, nase SMCP bude
1000 K¢. Zde chceme docilit niz§ich hodnot nakladu, které znamenaji cenové efektivni udrzbu. (Main-
tainX.com, 2025).

4.2 Data dulezita pro udrzbu

Pro udrzbu pak existuje velké mnozstvi dat, které by mély byt sbirany a zpracovavany, abychom méli
co nejkvalitnéjSi zakladnu pro deskriptivni i prediktivni analytiky a pro efektivni Fizeni udrzby ma-
nagementem. Soupis téchto potfebnych dat popisuje pan Legéat (2018) ve svém ¢&lanku o udrzbé v
pramyslu 4.0 (Legéat et al., 2018).

Podrobny rozpis dat Udrzby zahrnuje (Legat et al., 2018):

e VSeobecna data

popis a data o umisténi objektu,

popis ukoll udrzby,

historie udrzby,

zpravy o poruchach v€etné podminek zafizeni, kdyz porucha vznikla,
modifikace objektd,

informace o materialech a nahradnich dilech,

planovana a rozvrhovana prace udrzby,

pracovni pfikazy,

informace a rady pro udrzbu na zakladé novych znalosti a zkuSenosti,

O O 0O 0 0O 0O 0 O O
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o stav konfigurace zafizeni a data o tomto stavu,
o  servisni pfikazy a pravidla vydavané vyrobci.
e Dalsi data
o  Udaje éasového charakteru
= doby pouzivani, provozu do poruchy a mezi poruchami
= intervaly prohlidek, udrzeb a oprav
=  prubézné doby a pracnosti zasahu
= Casy prostojll (zpUsobené organizaci, pauzami, poruchami, preventivni udrz-
bou, pfestavbami atd.)
o Udaje o technickém stavu
= teploty
=  napéti a proud
= opotifebeni
= vlle a pratoky
= zména ucinnosti zafizeni
=  realna vykonnost
o Udaje ekonomického charakteru
= naklady na preventivni udrzbu
= naklady na diagnostiku, prohlidky a revize
= naklady na zasahy po poruse
= néklady na vzniklé prostoje
= naklady vyvolané opotfebenim
= vyrobni cena jednoho vyrobku
= naklady pracovni, materialni a rezijni — interni i externi
» naklady na zasoby nahradnich dild
o Udaje o spolehlivosti
=  Kvantitativni
e doba provozu do poruchy a mezi poruchami
e doba obnovy
e rozdéleni pravdépodobnosti poruchy
e pravdépodobnost poruchy a bezporuchového stavu
e doba nezjisténého poruchového stavu
e doba administrativniho zpozdéni
e doba udrzby po poruse preventivni udrzby
e pocet neshodnych vyrobkd diky chybnému vyrobnimu procesu
e spotfeba nahradnich dilu
=  Kuvalitativni
e  popis pfi¢iny, odhalitelnosti a disledku poruchy
e zpusob nahlaseni, odstranéni poruchy a zajisténost udrzby
e data o zasobach nahradnich dilt (Legéat et al., 2018)

43  Zavéry

=L » Existuji metriky, které jsou relevantni a je tfeba je v ramci feSeni sledovat.
= Data ukazuji rozsah dat, jaké je mozné v udrzbé sledovat.

* Vramci FeSeni prace budou muset byt cilené vybrana ta, ktera budou umoznovat
ziskat a vyhodnocovat zvolené metriky.

analyzu a vyhodnoceni.

= Ekonomické udaje pak vyzaduji diikladnou spolupraci s oddélenim financi a ¢asto
adekvatni Upravu systému udrzby (Legat et al., 2018).
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5. Udrzba a prediktivni analytika — Prediktivni idrzba

Uéelem je charakterizovat prediktivni drzbu. Je to Udrzba, na kterou je aplikovana pre-
diktivni analytika, ktera je jednim ze stupnu pokrocilé analytiky. Zaméruje se na to urcit,
co se pravdépodobné stane v budoucnosti. Prognézovani je zde definovano jako proces,
ktery vyuziva analytickych a datovych poznatk(l a zkuSenosti k vytvoreni pfedpovédi a
odpovédi na otazky tykajicich se riznych obchodnich potreb.

Vstupem pro feSeni je prediktivni analytika. Jeji podstatné principy a charakteristiky obsahuje doku-
ment na MBI-AF [Prediktivni analytika].

5.1 Prediktivni analytika a udrzba

Prediktivni udrzba je pfistup zaloZeny na proaktivni udrzbé, ktery klade dlraz na to, co vam chtéji
vaSe podnikova zafizeni a stroje sdélit. Tedy, jaka bude jejich zivotnost, jaky bude jejich stav, jaké mo-
hou byt jejich poruchy. Provadi to prostfednictvim predikovani sledovanych KPI, metrik a trend(.
Pomaha tedy predvidat do budoucna, jak bude vypadat jejich Zivotni cyklus. Tyto moznosti jsou
zpusobeny rozmachem dnes$nich digitalnich technologii a pocitacu, a pfedevsim diky implementaci
10T, ktery pronikl i do udrzby a pomohl vytvofit Maintenance 4.0, kterou je prediktivni adrzba. Po-
maha tak vytvaret a upravovat plan udrzby a ukony do rGznorodych interval(l, nezavisle na aktual-
nim stavu zafizeni, pravé diky predikcim (Bharati et al., 2025; SAP.com, 2025).

PFi tvorbé prediktivni udrzby jsou pak dllezité zakladni analytické otazky:
=  Existuje dostupny schvaleny ro¢ni plan proaktivni udrzby?
= Je plan udrzby v souladu s platnou legislativou, doporu¢enimi vyrobce a zkuSenostmi vyroby?
= Jsou stanovena pravidla pro tvorbu planu véetné kompetenci?
= Je plan v souladu s planovanymi odstavkami zafizeni?
= Dochazi v pfipadé zmény dodavek, sluzeb €i finanénich plana v aktualizaci planu?
=  Existuje automaticky provazanost mezi planem udrzby, vyroby a financi?
=  Vyuzivaji se nastroje prediktivni analytiky pro planovani udrzby (o Novotny et al., 2024)?

5.2 Proces a hlavni kroky prediktivni udrzby

Prediktivni idrzba ma obecné ¢tyri hlavni kroky, které popisuji postup aplikovatelny v kazdé priimys-
lové spolecnosti. Tento proces a jeho kroky je velmi obecny a specifika musi kazda jedna spolec-
nost feSit individualné a subjektivné na svych podminkach a stavu.

Obrazek 5-1 4 hlavni kroky, a to ziskani a shromazdovani dat, pfenos a diagnostika téchto dat v pod-
nikovych systémech, prognézovani a finalni health management neboli podnikani akci na zakladé pro-
gnoz (Guo, 2021; SAP.com, 2025).
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Predictive maintenance combines advanced sensor technologies, loT, and machine leaming
algorithms to support optimal maintenance scheduling. It involves the following steps:

\v/

2. Diagnostics v g
_ Collect monitoring data
Opagon Extract features

Fault detection v 3. Prngnostics

v‘ Estimate remaining useful life

Maintenance scheduling

Obrézek 5-1: 4 hlavni kroky prediktivni adrzby (Guo, 2021)

5.2.1 Ziskavéni dat (Data Acquisition)

Ziskavani dat a méreni pfimo ze zafizeni a stroji zahrnuji napf. vibrace, tlak, teplota, hluk a dalsi. To
se provadi prostrednictvim ¢idel a senzort instalovanych pfimo na zafizeni. Dokazou tak extraho-
vat holy signal a zpracovat ho do uzite¢né informace, ktera indikuje stav stroje. Z téchto holych signalt
jsou pak schopné vytvofit potfebné informace (Guo, 2021; SAP.com, 2025).

5.2.2 Prenos a diagnostika dat (Diagnostics)

Zde dochazi k prenosu dat do podnikovych systému rychlosti v ramci sekund &i milisekund. Nasledné
jsou nasbirana data diagnostikovana a vyhodnocovana pomoci inteligentnich nastrojd udrzby a do-
chéazi k hledani poruch, opotfebeni nebo potencialniho selhani. Ve vétsiné pfipadu jsou tyto procesy
provadény jako klasifikaéni ulohy/metody. Mezi nastroje, které data zpracovavaji patfi napfiklad roz-
hodovaci stromy, k-nejblizSich soused(, ale i napfiklad Random Forest, uméla inteligence. Z celko-
vého hlediska se snazi provést propracované analyzy systému a jeho objektl (stroje, zafizeni atd.)
(Guo, 2021; SAP.com, 2025).

5.2.3 Progn6zovani (Prognostics)

vvvvvv

covanych dat inteligentnimi nastroji je cilem pfedpovédét budouci stav monitorovaného systému a ur-
Cit jeho efektivni délku Zivota, tedy jak dlouho, nez se objevi néjaké selhani nebo porucha. Toto je
krok, ktery dava prediktivni udrzbé jeji podstatu, nejvétsi vahu a divod, pro€ jsou tyto systémy a me-
tody stéle tolik prozkoumavéany. Celkovou podstatou je zde zmirnit riziko selhani a prodlouzit Zzivotnost
systému a efektivitu (Guo, 2021; SAP.com, 2025).
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5.2.4 Health management

Finalni a logicky navazujici krok je health management neboli podnikani akci udrzbou na zakladé
ziskanych predikci, aby zuzitkovala ziskané vysledky. Dochazi k co nejrychlejSimu pfijeti opatfeni bud
s automatizovanou reakci anebo lidskym zasahem. Hlavnim cilem je fidit tdrzbu a jeji plan v maxi-
malné optimalizovaném sméru. To znamena maximalizovat dostupnost, spolehlivost a bezpec-
nost zafizeni a stejné tak minimalizovat potfebu Gdrzby a naklady na ni vynalozené (Guo, 2021,
SAP.com, 2025).

5.3 Vybrané metody prediktivni udrzby

5.3.1 Data Mining

Data mining je termin, ktery oznacuje proces prohledavani a ziskavani znalosti z obrovskych sou-
bort dat. Pfibuzné terminy jsou extrakce znalosti, analyza vzorG/trendu, sbér informaci ¢i prohleda-
vani dat. Vice technicky je to pak proces, ktery vyuziva statistické, matematické a Al techniky pro
identifikaci a extrakci uziteénych informaci a nasledné znalosti z obrovskych souboru dat, ktera jsou

v databazich a jsou to data spoleénosti z riiznorodych zdroju, které spolu néjak souvisi. Spojuje do
sebe mnoho pojmu jako je statistika, Al, strojové uéeni, informacéni systémy, databaze ¢i véda ma-
nagementu, jak ukazuje Obrazek 5-2 (Sharda et al., 2020).

Management
Science &
Information

Systems

Artificial
Intelligence

Machine
Learning &
Pattern
Recognition

Database
Management
& Data
Warehousing

Information
Visualization

Obréazek 5-2: Data mining (Sharda et al., 2020)

Jevy, které se pak v ramci data miningu hledaji jsou asociace v datech, predikce na zakladé dat,
hledani shlukl (clustering) rozdélujici data do pfirozenych skupin, hledani sekvencnich vztahd zava-
déjici data do ¢asové sefazenych a souvisejicich udalosti a mnoho dalSiho. Standardizovana meto-
dika CRISP-DM pak definuje obecny postup, jak provadét data mining.

5.3.2 Machine learning

Machine learning, strojové uceni je metoda, ktera ma napodobit proces, jakym se uci lidsky mo-
zek, ale vyuzita v pocitaich. Snahou je naugit pocitag, jak identifikovat souvislosti a spojeni v datech
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na mnozstvi pfikladll a souvisejicich dat. Sou¢asné jsou pocitace schopné monitorovat aktivity v okoli
a tim jsou schopné upravit své chovani, aby se vypofadaly se zmé&nami ve svém okoli. Je to védecka
metoda zabyvajici se navrhovanim a vytvarenim algoritmu, které umoznuji pocitaci ucit se na
zakladé velkého mnozstvi dat, které pfichazeji ze senzor(, z databazi a mnoha dalSich zdrojl. Hlavni
cil pak je opét provadét predikce, rozpoznavat souvislosti v datech a podporovat rozhodovani lidi
(Sharda et al., 2020).

Jsou k tomu zapotfebi pocitaCové programy, které se vzdy ihned uci ve chvili, kdy je pfed né posta-
vena nova situace nebo novy problém. Program pak sbira stale vice dat, analyzuje je a natrénuje
se, aby se dostal k feSeni ¢i zavéru. Naslednym ukazovanim pfikladnych feseni probléma je pak
schopen vidét v nich elementy nebo aspekty, které by bézné oko ani nepostfehlo. Strojové uceni je
dnes velmi aktualni téma, které je umoznéno piedevsim diky neustélému zrychlovani vypocetni rych-
losti, dokonalejSim a propracovanéjsim algoritmim, velmi rychlym databazim a stéale rostoucich do-
stupnym zdrojam Big Data (Sharda et al., 2020).

5.3.3 Deep learning

Deep learning, resp. ,hluboké uc€eni“, je podkategorii pfedchozi metody strojového uceni. Je to me-
toda, ktera se jesté propracovanéji snazi napodobovat, jak funguje lidsky mozek. \Vyuziva velmi
slozitou umélou neuralni technologii a snazi se vyporadat s velmi komplexnimi problémy, na které i
strojové uceni a jiné technologie nestadi. Je to koncept, ktery zdanlivé doslova mysli, kdy s kazdou
jednou dalSi pfijatou informaci a novymi daty upravuje své chovani. Pomoci svych velmi pokrogilych a
slozitych algoritm( dokaze Fesit i dfive nefeSitelné problémy (Sharda et al., 2020).

Deep learning je dnes vyuzivan napfiklad v autonomnich vozidlech, kde pomahéa rozpoznéavat sys-
tému auta silni¢ni znaCky a prekazky na vozovce. Sou€asné hraje i kritickou roli v dnesnich nejmoder-
néjSich telefonech, tabletech, robotech &i chytrych domacnostech. Diky své rychlosti a efektivni funké-
nosti je nejvice vyuzitelna aplikovana v interaktivnich systémech, které musi fungovat a zpracova-
vat data v realném &ase, jako jsou obory strojového vidéni, robotiky, rozpoznavani obrazu a rozpozna-
vani hlasu a zvuku. (Sharda et al., 2020).

5.4  Casto pouzivané algoritmy

Samotné algoritmy pro zpracovani dat jsou pak vyvinuté technologie a prostfedky, které se vyuzivaji
v ramci metod, které jsme si popsali v pfedeslé kapitole. Opét je jich obrovské mnozstvi a k tomu od
kazdé z nich pak mohou existovat rizné variace zaloZzené na daném algoritmu. Proto neni mozné fict,
ze se v prediktivni udrzbé pouziva ten a ten, a to plati vzdy. Muzeme si ale pro nastinéni popsané ale-
spon ty, které jsou vyuzivané velmi bézné.

5.4.1 Neuronové sité

Tyto modely jsou inspirovany biologickou strukturou mozku. V poslednich letech byly neuronové
sité prokazany jako velmi slibny systém pro provadéni predikci a klasifikacnich aplikaci podniku
diky své schopnosti ucit se z dat, neparametrické povaze (nemaji rigidni pfedpoklady) a schopnosti
generalizace nau€enych véci. Algoritmus je soucadsti metody strojového uéeni a je zalozena na roz-
poznavani vzorl v datech. Celkoveé se vyuzivaji v riznorodych oblastech podnikd pro pravé rozpozna-
vani vzoru, pfedpovédi a klasifikaci a dnes uz je kli€ovym prvkem mnoha nastrojl pro data science a
podnikovou analytiku (Sharda et al., 2020).

Bylo zjisténo, ze model, ktery byl podpofen vyzkumy mozku a ma podobnou strukturu jako lidsky
mozek, maze jevit podobnou inteligentni funkcionalitu. Biologicky mozek je sestaven z obrovského
mnozstvi masivné propojenych neuron(, které dokazou komunikovat se sousednimi neurony pifeno-
sem a pfijimanim elektrickych a chemickych signall. Podobné tedy neuronova sit’ je sestavena

z mnoha propojenych jednoduchych procesnich elementi tedy umélych neuron( (artificial neu-
rons). Pfi zpracovavani informace pak tyto neurony navzajem komunikuji, podobné jako neurony
mozku. Proto poté dokazi vykazovat podobné schopnosti, jako je uéeni se, Gprava svého chovani
nebo tolerance délani chyb. Diky jejich uspéchu a rozmachu pak za&ali vznikat i Deep neural
networks, které spadaji pod metodu Deep learning (Sharda et al., 2020).
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5.4.2 Random Forest

Random Forest je typ algoritmu, ktery je variaci na metodu zvanou bagging, ktery je jednim z nej-
béznéjsich algoritmud. Jeho podstata je velmi jednoducha, ale velmi silna. Vytvari vétsi mnozZstvi roz-
hodovacich stromi na zakladé vzork( dat vytvofenych s vyuzitim bootstrapingu. To je metoda vy-
tvareni fixniho mnoZstvi instanci/vzorka z originalnich dat s opakovanim zaznamd (vybrany vzorek
je vzdy vracen do puvodniho datasetu a vytvoren novy, tedy se mize stat, Ze se objevi jiz pouzité za-
znamy a nékteré viibec), které jsou pouZity k trénovani a zbytek zbylych dat je pouzit pro testovani.
Toto se zopakuje tolikrat, kolikrat je potfeba a kolikrat je nastaveno. Vysledky a predikce stromu

z baggingu jsou pak zkombinovany do jednoho vysledku pomoci priimérovani nebo hlasovani
(voting) (Sharda et al., 2020).

To, co je pak u Random Forest algoritmu modifikaci a vlastnosti navic oproti baggingu je, Ze nejen ze
vyuziva bootstrapingu, tedy nahodné vzorky, ale také ve vytvofeném stromé v kazdém jeho déleni
provadi nahodny vybér proménnych. Proménou si zde jednoduse mizeme predstavit jako jeden
sloupec v datasetu, ktery obsahuje néjaké hodnoty stejného typu, které maiji vliv na vyslednou pre-
dikci. Bagging vezme vzdy vSechny proménné a na jejich zakladé provadi predikci/rozhodnuti. Ran-
dom Forest si nahodné vybere pouze uréitou podmnozinu téchto proménnych a rozhodnuti pro-
vadi na jejim zakladé. To znamenad, ze Random Forest ma nahodny nejen vzorek dat, ale i proménné,
které pouzije. Tyto parametry, jak se ma chovat, jsou nastaveny pfi tvorb& modelu. Tento proces pak
zpusobuje, Ze Random Forest obecné produkuje presnéjsi pfedpovédi nez pravé bagging (Sharda et
al., 2020).

5.4.3 k-nearest neighbor

K-nearest neighbor, nearest neighbor nebo také k-NN, resp. metoda k-nejblizSich sousedl je je-
den z nejjednodussich a nejintuitivnéjsich algoritma, které Machine learning nabizi. Na prvni po-
hled se mlze zdat i pfili§ jednoduchy pro vytvafeni kompetitivnich predikci, na rozdil od jinych metod,
které vyzaduji pfitomnost ¢asu a jsou vypocetné velmi intenzivni kvili svym matematickym narokdm.
Algoritmus se vyuzZiva pro bud’ klasifikaci anebo pro regrese. Algoritmus funguje na zakladé, kdy
jsou znamé vyhodnocené pripady/pozorovani zaneseny napfiklad na graf, kazdy z téchto pfipadd ma
svou hodnotu a s kazdym z téchto pfipadl je spojené znamé chovani, vysledek nebo nasledky, které
nastaly nebo hodnoty targetu (sledované proménné). KdyZ se objevi novy pfipad, ur€ime jeho hod-
notu a na jejim zakladé ho také zaneseme do grafu. Co chceme sledovat jsou jeho nejblizsi sou-
sedé, presnéji jaky byl vysledek/chovani v pfipadé téchto nejblizSich sousedu. Pfipadné u targetu pra-
mérna hodnota téchto sousedl. Proménna k je pak hyperparametr a vyjadfuje pocet téchto nej-
blizsich sousedu, které ma model sledovat nastaveny predem. Na zakladé porovnani se sousedy
muUzeme predpovidat/predikovat, jaky bude vysledek tohoto nového pfipadu, protoze bude pravdépo-
dobné podobny, jako byl u jeho nejblizSich soused(l. Jako jednoduchy prakticky pfiklad feknéme, ze
na grafu budou zaneseny body s hodnotami 10, 13, 14 a 17, pfi nichz doSlo k poruSe zafizeni a body
s hodnotami 2, 4, 5 a 6, pfi kterych k porude nedoslo. Pokud zaneseme na graf novy pfipad, ktery
bude mit hodnotu 12, tak mGzeme predikovat, Ze pravdépodobné dojde k poruse, jelikoz jeho nejblizsi
sousedé jsou pfipady, kdy porucha vznikla. Rozhodovani neni provadéno pomoci matematickych vy-
poctu, ale na zakladé vzdalenosti k bodim v prostoru tvofeném rlznymi atributy. DalSi vlastnosti je, ze
model neni tvofen dopredu, rozhoduje se az v okamziku predikce (Hill & Berry, 2021; Sharda et al.,
2020).

55 Obecné pouZivané analyzy

Ugelem zde je charakterizovat zdkladni vybrané analyzy, které se provadéji v ramci prediktivni
udrzby. Existuje jich velké mnozstvi, proto bychom se pfipadné neméli zaméfovat jenom a pouze na
ty zde uvedené. Ty jsou ale zakladni, se kterymi se vétSinou setkame, pokud jde o prediktivni tdrzbu.

5.5.1 Vibraéni analyza

Vibraéni analyza se pouziva jako soucast prediktivni udrzby, ktera kontroluje ve vétsiné pripadi ro-
tujici éasti, jako mohou byt vadna loziska, a nevyvazenosti riznych dild. Pfi vibraéni analyze se sle-
duji a zaznamenavaji vibrace vykazované takovymi dily pomoci senzort a odesilaji do systému
spole¢nosti. Nasledné pfi analyze téchto zaznamd Ize na zakladé amplitud a pribéhu vibraci vyvodit
v jakém je dana soucast stavu. Pokud rozpozname odchylky od béznych stavd, tak mizeme rozpo-
znat abnormalni situaci a provést ve chvili stale fungujiciho stroje napravy, které pfedejdou budouci
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nahlé poruse, ktera by méla mnohem vétsi vliv a ¢asovy prostoj. (0 Novotny et al., 2024; zeiss.cz,
2025).

5.5.2 Termografickd analyza

Termograficka analyza je zaloZzena na sledovani teploty zafizeni nebo jeho soucastky. U vétSiny za-
fizeni je napfiklad vysoka teplota vnimana jako problém. Sledovanim soucastky, ktera je néjak spo-
jena s ¢innosti, ktera by mohla generovat teplo, pak mizeme vycist, zda je na zakladé teploty dana
soucast v pofadku anebo by mohl nastat problém. V takovém pfipadé mizZe jevit jedna ze soucastek
opotrebeni anebo pfimo poskozeni. Pro toto méfeni se vyuzivaji optické termokamery a kon-
taktni a bezkontaktni ¢idla. MGZeme pak kontrolovat prvky, jako jsou ¢asti rozvadécu, loZiska nebo
treba neadekvatni napéti gumovych dopravnikovych pasu. ZvySovani teploty znamena nespravné
usazeni nebo nespravny stav daného dilu, coz by v pribéhu ¢asu mohlo znamenat vyrazny problém.
Zde je vidét ukazkovy priklad vyuziti prediktivni idrzby, kdy pokud sleduje zménu &i rist teploty, tak
dokaze odhadnout, Ze v urcité dobé dojde k poruse zpusobené timto Spatnym stavem (o Novotny et
al., 2024; Puskar, 2024).

5.5.3 Olejové analyza

Provozovani primyslovych stroju bezpodmineéné vyZaduje i pouzivani oleju a maziv, které tyto stroje
potfebuji ke své existenci a efektivni funkénosti. Proto je také faktem, Ze provozovani stroju bez pravi-
delnych rozbort téchto oleji a zjistovani stavu, co tyto stroje konzumuji, mize mit extrémné ne-
gativni dopad na jejich funkci. To mlze vést ke ztraté jejich produktivity, coz vede ke ztraté trzeb a vy-
sokym nakladim na opravy. Pravidelné kontroly olejii mohou vést k prodlouZeni Zivotnosti strojii,
optimalizaci udrzby a sniZeni nakladu, protoze pomohou identifikovat problém s oleji, nez nastane.
Tento proces se nazyva tribodiagnostika a zamérfuje se na analyzu tfeni. Snazi se v oleji najit pfi-
tomnost kovU, organickych slouéenin nebo vody, které pravé vyvolavaji tfeni a které mohou znamenat
opotiebeni v riznych ¢astech stroje. Jejich nalezeni pfed poruchou znovu znamena véasnou reakci a
vyhnuti se nepfijemné poruse, kterou bychom bez prediktivni udrzby nezaznamenaly. Nej¢asté;jsi
chyby, které jsou detekovany jsou vnik vody, poskozeni lozisek, pouziti nespravného oleje, kaly v ole-
jich nebo nedostate¢na preventivni péée (DIAGNOSTIKASTROJU.cz, 2025; 0 Novotny et al., 2024).

5.5.4 Akusticka analyza

Typ analyzy, ktera se zaméfuje na sledovani zvukovych vin, které vychazi ze zafizeni a na jejich
zakladé se snazi urcit potencialni poruchy. Vyuziva pfedevdim mikrofony, které zachycuji zvukové
viny vytvofené komponentami stroje nebo procesem vyroby samotnym (néco v zavedeném procesu
ve stroji generuje neZadouci zvuk). Kazdy stroj, pokud funguje spravné a stabilné, produkuje kon-
stantni a pfesné zvukové projevy. Identifikovanim odchylek, zvilastnich frekvenci a pravidelnosti
v téchto zvucich Ize detekovat chyby v konstrukci, defekty, tiniky materialt ve stroji nebo ne-
spravnou manipulaci se strojem a provést okamZitou napravu, kterd pfedejde poruse a ztraté efektivity
stroje. Dal$i moznosti pak je i vysilat zvukovy signal sam pomoci néjakého zafizeni a sledovat, jak se
dany signal vrati, kdyz projde stroje/zafizenim. Akusticka analyza je schopna detekovat opotfebeni,
nespravné posazeni komponent, pfehfati, blokace, praskliny, uniky, elektrické anomalie a dalsi
(NI.com, 2025; 0 Novotny et al., 2024).

5.6  Rizika a bariéry zavedeni datové analytiky

Rizika a bariéry jsou jednou ze zakladnich véci, kterou musime zvazit pfi tvorbé datové analytiky
v ramci prediktivni idrzby. Tato rizika se pak mohou ménit v ramci konkrétnich feSenych pfipadu a
konkrétni spole€nosti.

5.6.1 Bezpecnost dat

Bezpecnost je jednim z hlavnich aspektu, na kterou musi byt bran ohled. U udrzby plati, Ze toto muze
bezpecénostni riziko, pokud by se dostala do nespravnych rukou. Soucasné, jelikoz mnozstvi dat zis-
kanych ze zafizeni mUze byt v pribéhu €asu znacné, vétsinou se pro jejich uchovavani pouzivaji clou-
dové sluzby. To znamena poskytovani mnoha kritickych dat externi firmé, coz s sebou prave nese
velké bezpecnostni riziko. (MBI tym, 2023).
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5.6.2 Kvalitaa dostupnost dat

Prediktivni udrzba se do velké miry spoléha na kvalitu a dostupnost dat, které sahaji dostatecné
do historie. Pokud by data byla nedostate¢na, tak to miaze znamenat nepfesna vyhodnoceni, KPI, me-
triky a samoziejmé pfedpovédi. To by pro firmu bylo spiSe Skodlivé a nemélo by to Zadny pfinos.
Mimo jinych problém( by to zpUsobilo zbytec¢né naklady, dalsi naklady na provoz nefunkéniho re-
$eni i opravu, Spatné vedenou Udrzbu a nastaveni jejiho planu, nulovou podporu managementu spo-
le€nosti a mnoho dal$iho. Proto je béznou praxi pro tato feseni vytvofit jesté systémy, které maji na
starost spravu dat a jejich Cisténi. PFi tvorbé feSeni datové analytiky pak muze FesSeni pravé dostup-
nosti a kvality dat zabrat velké mnoZstvi celkového ¢asu. Stejné tak sem patfi ziskani kvalitnich tré-
novacich dat pro prediktivni modely, ktera nejsou ihned dostupna pfimo v systémech. (Guo, 2021;
SAP.com, 2025).

5.6.3 Sprava a konektivita zarizeni loT

Zakladni problém muze byt nedostate¢na technologicka zakladna spoleénosti, aby jejich infor-
machni systém byl schopny zajistit potfeby datové analytiky. Z toho mohou plynou dal$i navazujici na-
klady pro ziskani potfebného vybaveni. Pak je potfeba zaméfit se na jejich dostupnost, zabezpedeni a
interoperabilitu. Musi byt chranéna proti kybernetickym utokum, aby nebyly prostfedkem, ktery
umozni Gtoénikdm se k datim dostat a zpUsobit $kodu spole¢nosti. Musi byt spravné zaintegrované
do systému a meélo dostate¢nou konektivitu. Toto zajisti plynuly a neruSeny pfenos real time dat do
vSech systému, kde jsou potfeba, a nebudou predstavovat bezpeénostni hrozbu. Sem pak patfi i sen-
zory a Cidla, u kterych musime zajistit jejich spravné umisténi a oSetfeni, jelikoz mohou pracovat i

v neprivétivych prostredich, ktera je mohou poskozovat. (Guo, 2021; SAP.com, 2025).

5.6.4 Vybér algoritmu

Algoritmus prediktivni analytiky je zcela zasadni nastroj. Casto ale byva problém vybrat ten, ktery by
byl v daném pfipadé nejlépe funkéni. Je potfeba zvazit konkrétni pFipady pouziti a charakteristiky
dat, kterd ma zpracovavat, jelikoz na tomto zakladé Ize pak urcit ten, ktery je schopny je nejlépe vyu-
Zit. Nékteré algoritmy by pak napfiklad v konkrétnim pfipadé byly naprosto nevhodné pro dana data a
vysledky, které by tento model pfinesl, by byly nepifesné a nevyuZitelné. Jasny urcujici faktor je také,
Ze nékteré algoritmy dana data nemusi byt schopné zpracovat nebo neni schopny vytvofit ukaza-
tel, ktery potfebujeme (Guo, 2021; SAP.com, 2025).

5.6.5 Odpor lidi aintegrace do strategie

Zavedeni datové analytiky a prediktivni idrzby vyzaduje jejich podporu vSemi zu¢astnénymi a vdemi,
koho se bude tykat. V navaznosti musi byt pak integrovana do stavajici strategie udrzby a pracovnich
postupl. Odolnost vi¢i zménam mohou snadno zplsobit selhani implementace a veSkerého snazeni.
Z toho by vyplyvaly velké ztraty zbyte¢né vynalozenych naklad(i, zmafeni mnoha hodin navrhi a
tvorby a uniklé budouci benefity z datové analytiky. Je tedy potfeba silné vedeni, které bude jasné a
pozitivné propagovat datovou analytiku a jeji benefity. (SAP.com, 2025).

5.7  Zavéry

% = Existuji obecné mnoho rdznych faktoru, které je potfeba zohlednit pfi navrhu adrzby
pro naslednou implementaci, jeji pfijeti a dlouhodobé Fizeni.

= Tento pocet roste v zavislosti na zvoleném typu udrzby, pfiéemz nejvétsi je, pokud
cilime na proaktivni a prediktivni udrzbu. Kazdy z nich mdze ovlivnit, jakym smérem
musi byt feSeni vedeno.

= Existuji také zakladni rizika, ktera musime zvazit pfi tvorbé a implementaci datové
analytiky. Mohou existovat i ta, ktera budou platit jen u jedné konkrétni firmy.

» Je tfeba vychazet také z toho, Ze prediktivni udrzba vyZaduje urcité pokrocilé sta-
dium stavu udrzby a vyspélost a velmi obtizné by bylo mozné ji vytvofit tam, kde je
realizovan pouze zékladni reaktivni typ.
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6. Vstupni analyza reseni

Ucelem je prezentovat vstupni analyzu feseni datové analytiky a faktory, které budou
jiz pfimo navazovat na hlavni feSeni deskriptivni a prediktivni analytiky. Faktory budou
formovat, jak by dany ndvrh a postup dosazeni mély vypadat, jak by mélo byt feSeni
pfizplsobeno pro spole¢nost daného typu a jaké aspekty by finalni vysledné feSeni mélo
obsahovat pro maximalini efektivitu.

Soucasti je katalog uZivateld, které feSeni mlze zasahnout, cile a pfinosy pro udrzbu a
spolecnost ¢i rozbor datovych zdroji.

V této Casti budou uzity zkuSenosti z praxe. Tyto informace budou muset byt zobecriovany s ohledem
na pozadavky firem a nastavenou situaci.

6.1 Cile a prinosy datové analytiky

Oba typy datové analytiky maji mirné odliSné cile a potencial lehce odliSného pfinosu. Z pohledu
deskriptivniho typu je cilem vytvofit uceleny pohled na fizeni udrzby a jeho kazdodenni fungovani.
vani oddéleni udrzby, efektivité vyuziti zdrojl, ekonomické strance oddéleni a strojl &i aktualnim stavu
aktiv.

Reseni, které bude spolehlivé v rediném &ase konsolidovat a zpracovavat veskerd data miize
velmi omezit vznik chyby i zvysit rychlost, v jakém jsou schopni informace ziskat. Stejné tak bude
deskriptivni feSeni pfinosem pro management spoleénosti, kdy budou schopni konstantné sledovat
o finanéni a ekonomické strance strojd, coz jim poskytne mnohem vétsi kontrolu a rychlost ovlivnit své
finance a néklady.

Prediktivni typ datové analytiky pak zajisti ve spole¢nosti vznik prediktivni adrzby, a tedy provadét
akce a zasahy kontrolované dfive, nez jsou nutné a skute&né vznikne problém. Predikce by povysSily
fungovani udrzby, a tedy vyssi efektivitu a spolehlivost linek a stroju s omezenim celkovych prostoji a
omezenim poruch. Jelikoz jsou poruchy hlavnim prvkem, ktery omezuje produkci spole¢nosti, tak by
se predikce mély zamé&fit primarné na né.

6.2  Katalog uzZivatelu

Pro role je zasadni definovat pfedevSim jejich funkéni napln a hlavni poZzadované znalosti tykajici
se podnikové analytiky. Obecné sem patfi predev§im role manazeru, analytikl a vyvojara. Tyto role se
ale mohou liSit a jsou vice konkretizovany v rdmci kaZzdé spole&nosti, jelikoZ zavisi na jejich specific-
kych podminkach. Tyto role urcuji, jaké budou mit v ramci FeSeni rizni zaméstnanci a pozice
funkce a kompetence, které potfebuji v ramci své specifické pozice a pfisluSnych uloh, které FeSi.

V feSeni pak mohou byt pro tyto role pfifazeny rlizna prava a omezeni a jejich pfistup mize byt sub-
jektivné upraven. Katalog roli je pak vhodné v pribéhu ¢asu adekvatné upravovat v zavislosti na vy-
voji organizace a analytiky ve spole¢nosti (0 Novotny et al., 2025).

6.2.1 Role zaméstnanec managementu spole¢nosti

Obecné je zasadni, aby mél management jako jeden z prvnich k feSeni pfistup, jelikoz vnima udrzbu
jako soucast strategie podniku a oddéleni, které pfimo ovliviiuje prosperitu spole€nosti. Pro nazornéjsi
vysvétleni omezeni roli managementu by nasledné mohly existovat nasleduijici role.

» CEO/ Generalni manazer — jakozto hlavni manazer spole¢nosti se zajima o béh celého pod-
niku a hlavniho prostfedku vydélku a béhu spole¢nosti (vyrobnich linek). V ramci feSeni by tak
meél mit pFistup k vysledkim spolehlivosti a efektivity linek stejné tak jako oddéleni udrzby, které
se za jejich béh zarucuje. Stav a vysledky hlavnich aktiv pak mlze pomoci utvaret cile a smeé-
fovani celého podniku.

=  Vyrobni manaZer — manazerska role zabyvajici se planovanim a koordinaci veskeré vyroby
zavodu. Stejné jako CEO by tak mél mit pfistup k vysledkim stavu a efektivity zafizeni a udrzby,
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aby na jejich zakladé mohl uzplsobovat plan a zajiSténi maximalni vyroby na zakladé téchto
vysledku ¢i predikci.

» CFO / Manazer financi / Ekonom — jak jiz bylo zminéno, tak by mél mit pfistup pfedevsim
k finanénim vysledkim stroju a udrzby a pfipadné aktualnimu stavu aktiv pro kontrolu, plano-
vani vynalozenych naklad(, planovani rozpoctu &i navratnost investic.

=  Spravce majetku — jelikoz jsou linky hlavni sou¢asti majetku spole¢nosti, tak by i spravce ma-
jetku mél mit pFistup ke stavu linek a strojli, porucham a predikcim. Na zakladé vysledk( a
spoluprace s udrzbou pak muze také podniknout patficné akce pro zajisténi co nejlepsiho stavu
stroju, fesit mimoradné situace, analyzovat majetek a planovat jejich zivotni cyklus.

=  CIO/Informaéni manazer — jakozto vedouci IT by mél pfistup do datové analytického feSeni,
které soucasti IT vybaveni spole¢nosti. MlzZe tak provadét celkovou kontrolu feseni, podilet se
na jeho vyvoji i fesit budouci rozSifeni a aktualizace feSeni.

6.2.2 Role manazer udrzby

vvvvvv

povida za vSechny zameéstnance a celkovy béh udrzby. Z jeho podstaty je zasadni, aby mél neome-
zeny prFistup k celému Feseni a zaroven mél neomezené rozhodovaci pravo, jak bude feSeni konci-
povano a vybudovano. Sam je také souc¢asti managementu spolecnosti, ale z pohledu udrzby je nej-
zasadnéjSim jedincem ve spole€nosti pro feSeni. Na zakladé sledovani KPIl a metrik a ziskanych infor-
maci bude moci Fidit zaméstnance, nastavovat plan udrzby, korigovat zasahy udrzby a s pfida-
nou hodnotou predikci i pfimo ovliviiovat spolehlivost a efektivitu tdrzby a strojl.

6.2.3 Role zaméstnanec oddéleni udrzby

Zaméstnanci s touto roli jsou ti, ktefi provadéji zasahy na linkach a budou reagovat na vystupy zis-
kané z feSeni. Je potfeba, aby udrzbafi, bez ohledu na jejich specializaci, méli pfistup do Feseni a

byly schopni bud s konzultaci s manazerem anebo pfimo sami z vlastni iniciativy provést zasah, po-

kud by se objevil jakykoliv problém. Na zakladé jejich vstupu a navrh muze byt feSeni formovano a

tvofeno do podoby, aby vyhovovalo i jejich potfebam.

6.3  Zavéry

% » Pokud nebude rozhodnuto jinak, tak pfedevSim role managementu, manazera
udrzby a zaméstnanct udrzby musi mit do feSeni pristup.
» Pro dalsi zucastnéné strany, které pfimo nesouvisi s Udrzbou, se budou prava a
pristupy Fesit individualné az po zavedeni.

6.4  Analyza faktoru reseni

Faktory feSeni jsou aspekty prostfedi spoleCnosti, které je potfeba respektovat pfi feSeni datové ana-
Iytiky. Tyto aspekty mohou mit vliv v prabéhu tvorby Feseni, pfi implementaci i pfi uZivani jiz zave-
deného feseni. Tyto faktory se mohou délit do ridznych kategorii, jako jsou faktory vnéjsiho okoli a
faktory vnitfniho prostfedi, byznys faktory, faktory technologického vybaveni a mnoho dalSich. Jejich
zvazenim a pfizplsobenim Feseni na jejich zakladé se snazime adekvatné dosahnou vytyenych cild
a dosahnout ocekavanych efektd. (0 Novotny et al., 2025).

6.5 Analyza datovych zdroju

V této ¢asti dokumentu jsou uvedeny pfiklady hlavnich tabulek a nasledné vygenerovanych zdro-
jovych dat. Z tabulek se budou vytvaret faktové tabulky a dimenze pro deskriptivni ¢ast datové analy-
tiky a prediktivni dataset pro prediktivni ¢ast datové analytiky.

6.5.1 Vyrobnidata

Prvni zdrojovou tabulkou jsou data z vyroby, tedy béhu vyrobnich linek a zafizeni ziskané v redlném
Case. Data jsou zachycovana po hodinach, coz dava dostateCnou granularitu pro datovou analytiku.
Pokud by byla po dnech nebo vice, tak by granularita byla nedostateéna. Casové okno, které je
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v datech je za 3 roky od roku 2022 do konce roku 2024, coz je dostateéna doba a mnozstvi dat, aby
pocet historickych zaznamu byl vhodny pro deskriptivni i prediktivni analytiku na nau¢eni modeld.
Data cela pak za tuto dobu obsahuji pfes 315 000 zaznamd.

Data obsahuji nasledujici informace:

e hodnoty ze senzoru ziskanych z linky, které zahrnuji napfiklad teplotu, vibrace ¢&i tlak,
e hodnoty jsou po hodiné s identifikaci kazdého zafizeni na kazdé lince,
e ukazatel, ktery zachycuje, zda zafizeni bylo danou hodinu funkéni,
e hodnoty vyprodukovanych kust (v€etné poctu celkem, NOK a OK kusu),
¢ hodnoty ¢asové zachycuijici,
o  planovanou produkci,
o dobu od poruchy,
o aktualni stafi zafizeni.

6.5.2 Poruchy

Druhd je tabulka poruch, ktera zachycuje vSechny vznikié poruchy za celé sledované obdobi 3 let.
Tyto poruchy jsou zavislé na vyrobnich datech pfedchoziho zdroje a kazda vznikla porucha musi vy-
chazet a byt popisovana hodnotami naméfenymi na lince v konkrétni ¢asovy okamzik. Vyrobni data
pak zachyti, Ze je zafizeni v poruSe a nebézi. Celkem za 3 roky obsahuje pfes 430 zaznamenanych
poruch na v§ech zafizenich, coz dava dobry zaklad pro datovou analytiku fungovani a spolehlivosti
oddéleni udrzby i efektivity a spolehlivosti jednotlivych linek a zafizeni.

Data obsahuji:
e identifikaci linky a zafizeni,
e Casovou znacku vzniku poruchy,
e typ poruchy, kterd vznikla,
e  kriti€nost poruchy,
e identifikaci zasahujici osoby,
e Casové hodnoty zachycujici

Cas reakce,
o Cas opravy,
o downtime
o  konkrétni asy zacatku a konce opravy, kdy zafizeni opét fungovalo.

6.5.3 Udrzba

Poslednim zdrojem je tabulka celé udrzby, kterd zachycuje vSechny zdasahy udrzby za sledované
obdobi 3 let. Tabulka vychéazi z obou pfedchozich zdroji a obsahuje jak reaktivni udrzby, tedy re-
akce na nahlé poruchy pfedchoziho zdroje, tak preventivni zdsahy kratkodobé a dlouhodobé. Ta-
bulka obsahuje pfes 1500 zasaht, coz opét dava dobry zaklad pro datovou analytiku fungovani a
spolehlivosti udrzby. Kombinaci jednotlivych zdroju ziskame Siroky zaklad pro mnozstvi sledovatel-
nych KPI a metrik pro popsani celé udrzby. Mimo jiné jsou zde pak obsazeny i informace o pouzitych
dilech na dané zasahy, které pomohou se sledovanim stavu nahradnich dil a ekonomickou strdnkou
oddéleni.

Tabulka obsahuje nasledujici data:

e identifikaci postizenych linek a stroju,
e identifikaci typu zasahu,
¢ identifikaci konkrétni poruchy, pokud byl zasah reaktivni,
e Casoveé udaje zahrnujici,
o start zasahu,
o konec zasahu,
o celkovou dobu zésahu,
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e identifikaci zasahujici osoby,

e personalni ndklady na zasah,

e informace o pouzitych nahradnich dilech zahrnujici,
o identifikaci pouzitého dilu,
o mnozstvi dilu,
o naklady na pouzité dily.

6.5.4 Zdroje pro dimenzionalni tabulky

Dfive popsané zdroje i jiné evidence v ramci spole€nosti pak budou poskytovat dostateény zaklad pro
dimenzionalni tabulky potfebné pro deskriptivni analytiku. Diky nim bude mozné provadét potfebné
nahledy a filtrace nad fakty ve faktovych tabulkach vychazejicich opét z predeslych popsanych zdroju.
Mezi tyto dimenze budou patfit napfiklad nasledujici.

= Linky

= Zafizeni
= Cas

=  Technici

=  Typ poruchy
=  Typ zasahu udrzby a dalSi

6.6  Zavéry
%j = Piiklady pfedstavuji relativné rozsahlou zakladnu velkého mnozstvi dat s dobrou
granularitou, ktera jsou dostate¢na pro provadeéni jak deskriptivni, tak prediktivni
analytiky.

= Mnozstvi dat je dostatecné na nauceni prediktivnich modeli a Ize z nich vytvofit
velky prediktivni dataset.

» Tyto zdroje spole¢né popisuji na sebe navazujici udalosti, kterymi jsou prabéh vy-
roby jednotlivych linek a strojl, na nich vzniklé poruchy a na né navazujici reaktivni
udrzby spole¢né s pravidelnymi preventivnimi zasahy.

= Zdroje obsahuji riznorodé typy dat, ktera nam davaji zaklad pro sledovani vétsiho
mnozstvi KPI a metrik ddlezitych pro udrzbu.

» Data soucasné pokryvaji dostatecné dlouhé obdobi pro popsani delSiho historic-
kého Zivota udrzby a stroju a dostatec¢ny zaklad pro nauceni prediktivnich modeld.
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7. Navrh a tvorba reseni — deskriptivni talohy

Uéelem je charakterizovat navrh a tvorbu samotného datové analytického feseni. Aktu-
alni ¢ast se bude zabyvat deskriptivni ¢asti, zahrnujici definice jednotlivych KPI a me-
trik, definice a popis jednotlivych dimenzionalnich a faktovych tabulek, na jejich zakladé
tvorba multidimenzionalniho modelu a vyhodnoceni vzniklych reporta ¢i dashboardu.

Tvorba bude zaloZena na pfedchozich kapitolach. K tvorbé reportt se vyuzije aplikace Power BI.

7.1 Definice KPI a metrik

KPI neboli Key Performance Indicator pfedstavuje hlavni ukazatel, dle kterého se méri vykon a
uspésnost spolecnosti. Zavisi na subjektu, ktery se snazime popisovat. Je zasadni, aby tyto KPI byla
sledovatelna z pohledu riznych dimenzi analytického feSeni, aby nepfedstavovalo jen statické &islo.
Kazdé KPIl musi byt jednoznac¢né definovano v ramci celého analytického Feseni a mélo by byt
sledovano ve stejnych jednotkach. Pokud chceme mit vice KPI jednoho typu, tak je potfeba, aby bylo
kazdé separdtné definovdno, navzdjem odliSeno a jednoznac¢né odliSné pojmenovano (Kimball &
Ross, 2013).

V nésledujicich tabulkach jsou uvedeny hlavni charakteristiky jednotlivych metrik
Table 7-1: MTBF

ID MTBF

Nazev MTBF — Mean Time Between Failures
Popis Pramérny ¢as mezi jednotlivymi poruchami
Zdroj F_EquipmentOperation, F_Failure
Vypocet Celkovy €as funkéniho provozu / Celkovy pocéet poruch
Jednotka Cas - Hodiny (h)
KPI ANO

Table 7-2: Celkovy pocet poruch

ID celkovy_pocet_poruch
Nazev Celkovy pocet poruch
Popis Celkovy pocet poruch za sledované obdobi
Zdroj F_Failure
Vypocet Pocet zdznam( v F_Failure
Jednotka Kusy (ks)
KPI ANO
Table 7-3: MTTR
ID MTTR
Nazev MTTR — Mean Time To Repair
Popis Priimérny ¢as od vzniku poruchy do opravy zafizeni
Zdroj F_Failure
Vypocet Pramér downtime na poruchu
Jednotka Cas — Minuty (min)
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KPI

ANO

Table 7-4: Celkovy downtime

ID celkovy_downtime

Nazev Celkovy downtime
Popis Celkovy €as prostoji (downtime) za sledované obdobi
Zdroj F_Failure
Vypocet Suma celkovych downtime na poruchy v F_Failure
Jednotka Cas — Hodiny (h)
KPI ANO

Table 7-5: : EQuipment downtime

ID equipment_downtime
Nazev Equipment downtime
Popis Procentudlni zastoupeni downtime vici celkovému ¢asu mozné vyroby
Zdroj F_EquipmentOperation, F_Failure
Vypocet Celkovy downtime / Celkovy mozny &as vyroby
Jednotka Procenta (%)
KPI ANO
Table 7-6: Availability (dostupnost)

ID availability
Nazev Dostupnost (Availability)
Popis Procentualni vyjadfeni, jak byl stroj dostupny vuci ¢asu planu vyroby
Zdroj F_EquipmentOperation
Vypocet Celkovy funkéni ¢as / Celkovy planovany ¢as vyroby
Jednotka Procenta (%)
KPI ANO

Table 7-7: Quality (kvalita)
ID quality
Nazev Kvalita (Quality)
Popis Procentualni vyjadieni OK kus( vici celkem vyrobenych kust
Zdroj F_EquipmentOperation
Vypocet Celkovy pocet OK kust / Celkovy pocet vyrobenych kusl
Jednotka Procenta (%)
KPI ANO

Table 7-8: Quality (kvalita)
ID ‘ performance
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Nazev Celkovy vykon (Performance)
Popis Procentualni vyjadfeni celkem vyrobenych kusu vici teoretickému maximélﬂ-
nimu moznému poctu vyrobenych kusu
Zdroj F_EquipmentOperation, D_Machine
Vypodet Celkovy pocet vyrobenych kustl / Teoreticky maximalni pocet vyrobenych
kusu
Jednotka Procenta (%)
KPI ANO

Table 7-9: OEE - Overall Equipment Effectiveness
ID OEE
Nazev OEE - Overall Equipment Effectiveness
Popis Efektivita celé vyroby vi¢i svému maximalnimu potencialu
Zdroj F_EquipmentOperation, D_Machine
Vypocet Dostupnost (Availability) * Kvalita (Quality) * Vykon (Performance)
Jednotka Procenta (%)
KPI ANO

Table 7-10: Celkem vyrobeno kusti

ID celkem_vyrobeno_kusu

Nazev Celkem vyrobeno kusu
Popis Celkovy pocet vyrobenych kusl za sledované obdobi
Zdroj F_EquipmentOperation
Vypocet Suma celkem vyrobenych kusl v F_EquipmentOperation
Jednotka Kusy (ks)
KPI NE

Table 7-11: Teoreticka maximalni vyroba

ID teoreticka_maximalni_vyroba

Nazev Teoreticka maximalni vyroba
Popis Maximalni teoreticky poc¢et vyrobenych kusl za cely planovany ¢as vyroby
Zdroj F_EquipmentOperation, D_Machine
Vypocet Celkovy pocet hodin planu vyroby * Maximalni hodinovy vystup stroje
Jednotka Kusy (ks)
KPI NE

Table 7-12: Celkovy pocet zasahu

ID celkovy_pocet_zasahu
Nazev Celkovy pocet zasaht
Popis Celkovy pocet zasaht provedenych oddélenim udrzby
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Zdroj F_Maintenance
Vypocet Pocet zaznam( v F_Maintenance
Jednotka Kusy (ks)
KPI NE

Table 7-13: Celkovy pocet preventivnich zasaht

ID celkem_zasahu_preventivni

Nazev Preventivni zasahy
Popis Celkovy pocet preventivnich zasahll provedenych oddélenim udrzby
Zdroj F_Maintenance
Vypocet Pocet preventivnich zaznamt v F_Maintenance
Jednotka Kusy (ks)
KPI NE

Table 7-14: Celkovy pocet reaktivnich zasaht

ID celkem_zasahu_reaktivni

Nazev Reaktivni zasahy
Popis Celkovy pocet reaktivnich zasaht provedenych oddélenim udrzby
Zdroj F_Maintenance
Vypocet Pocet reaktivnich zaznam( v F_Maintenance
Jednotka Kusy (ks)
KPI NE

Table 7-15: Primérna délka zasahu

ID prumerna_delka_zasahu

Nazev Prdmérna délka zasahu
Popis Primérna doba trvani vSech zasahu za sledované obdobi
Zdroj F_Maintenance
Vypocet Primeér délky trvani v F_Maintenance
Jednotka Cas — Minuty (min)
KPI NE

Table 7-16: Pramérna doba reakce na poruchu

ID prumerna_doba_reakce

Nazev Primérna doba reakce (poruchy)
Popis Primérna doba reakce na poruchy
Zdroj F_Failure
Vypocet Primér doby reakce v F_Failure
Jednotka Cas — Minuty (min)
KPI ANO
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Table 7-17: Ztrata z prostojt

ID ztrata_z_prostoju

Nazev Ztrata z prostoju
Popis Celkova Ztrata vznikla vSemi prostoju.
Zdroj F_Failure, D_Machine
Vypocet Celkovy Downtime na zafizeni * Hodinova ztrata zafizeni
Jednotka Ke
KPI ANO

Table 7-18: Celkové naklady udrzby

ID celkove_naklady_udrzba

Nazev Celkové naktady udrzby
Popis Celkové naklady oddéleni udrzby
Zdroj F_Maintenance
Vypocet Suma nakladl na jednotlivé zasahy v F_Maintenance
Jednotka K&
KPI ANO

Table 7-19: Celkovy finanéni dopad

ID celkovy_dopad
Nazev Celkovy finanéni dopad
Popis Celkovy finanéni dopad vznikly z nakladu udrzby a ztrat.
Zdroj F_Maintenance, F_Failure, D_Machine
Vypocet Celkové naklady udrzby + Ztrata z prostoja
Jednotka K&
KPI ANO
Table 7-20: RAV (Remaining Asset Value)
ID RAV
Nazev RAV (Remaining Asset Value)
Popis Zbyvajici hodnota aktiva viéi jeho pivodni hodnoté.
Zdroj F_EquipmentOperation, D_Machine
Vypocet 1 - (Aktudlni stafi zafizeni / O¢ekavana zivotnost zafizeni)
Jednotka Procenta (%)
KPI ANO

Dimenze

Dimenze obsahuji kontext k datium ve faktovych tabulkach, které obsahuiji realna data tfeba prave
vyroby. Vysvétluji otazky typu “kdo, co, kde, kdy, jak a pro¢”, ktera dokazou pfesné popsat vznikla
data néjaké udalosti (napfiklad vznik poruchy) a filtrovat je. Obsahuji asto pFfesné textové udaje (na-

zev, popis, cena, typ apod.) narozdil od faktovych tabulek, které obsahuiji cizi kli¢e k dimenzim
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(primarni kli¢ dimenze), pfes které se tyto udaje vazi k udalosti. Udalost poruchy tedy bude mit cizimi

kli¢i navazané napfiklad dimenze stroje &i €asu, coz odpovi pravé na otazky “kdy a kde”. Takovymto

dimenzionalnim modelovanim je pak mozné dynamicky filtrovat celé reporty pfes jednotlivé dimenze

— naptiklad poruchy na stroji 5 v mésici ¢erven a k nim pfislusné metriky (Kimball & Ross, 2013).

Dalsi tabulky, obdobné, jako v pfipadé metrik zachycuji zakladni charakteristiky vyznamnych di-
menzi pro Fizeni udrzby.

Table 7-21: Cas

ID D_Time

Nazev Cas
Popis Podrobné zaznamy ¢asu umozfiujici sledovani ukazatel(i v €ase i na smény
Typ Casova
Struktura Datum — Rok — Ctvrtleti — Mésic — Tyden — Den — Hodina - Sména
timestamp, date_key, date, year, quarter, month, month_name, week, day,

Atributy day of week, day_of week_number, hour, is_weekend, shift_id, shift_name,
shift_start_hour, shift_end_hour

Table 7-22: Stroje

ID D_Machine

Nazev Stroje

Popis Stroje a jejich pfisluSné udaje

Typ Snowflake

Struktura Linky — Stroje, Typ stroje — Stroje, Kategorie stafi stroje — Stroje

machine_id, line_id, machine_type_id, manufacturer, installation_date, acquisition_cost,

Atributy | depreciation_rate, max_units_per_hour, planned_hours_per_day, hourly_produ-

ction_loss, expected_lifetime_hours, machine_age_years, asset_age_id

Table 7-23: Typ Stroje

ID D_MachineType

Nazev Typ stroje

Popis Typy strojd, které spole¢nost vlastni a jsou na linkach

Typ Snowflake

Struktura Typ stroje — Stroje
Atributy | machine_type_id, machine_type name, description

Table 7-24: Linky

ID D_Line

Nazev Linky

Popis Linky, na kterych jsou jednotliva zafizeni.

Typ Snowflake

Struktura Linky — Stroje
Atributy | line_id, line_name, plant, description
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Table 7-25: Kategorie stafi zafizeni

ID D_AssetAge

Nazev Kategorie stafi zafizeni

Popis Pomaha rozdélovat a kategorizovat stroje do skupin dle jejich stafi.

Typ Snowflake

Struktura Kategorie stafi stroje — Stroje
Atributy | asset_age_id, age_bucket_name, age_min_years, age_max_years

Table 7-26: Typ

poruchy

ID D_FailureType
Nazev Typ poruchy
Popis Typy poruch, které mohou vzniknout.

Typ Star
Atributy | Failure_type_id, failure_type, description

Table 7-27: Typ

adrzby

ID D_MaintenanceType
Nazev Typ udrzby
Popis Typ zasahu udrzby, ktery byl proveden.

Typ Star
Atributy | maintenance_type_id, maintenance_type

Table 7-28: Technici

ID D_Technician
Nazev Technici
Popis Zameéstnanci oddéleni udrzby

Typ Star
Atributy | technician_id, technician_name, specialization, seniority_level, hourly_rate
Table 7-29: Kriti€nost

ID D_Severity
Nazev Kriticnost
Popis Typy kritiCnosti poruchy

Typ Star
Atributy | severity id, severity level, severity description

Table 7-30: Nhradni dily

ID D_SparePart
Nazev Nahradni dily
Popis Nahradni dily, které jsou k dispozici.
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Typ Star

Atributy | part_id, part_name, cost_per_unit, minimum_stock, current_stock

7.3 Znazornéni vazeb mezi dimenzemi a KPI

Vztahy mezi jednotlivymi KPI a dimenzemi uréi, k jakym KPI jsou navézana data jednotlivych di-
menzi a jaké nasledné zajisti filtraci a agregaci dat pro dana KPI. Zde jsou jen ukazatele defino-
vaneé jako KPI a nikoli vSechny metriky, které byly popsany &i které pak vzniknou ve vyslednych repor-
tech.

Table 7-31: Vztah KPI a dimenzi

Dimenze ——»
KPI

l

Kategorie
Typ poruchy
Typ udrzby
Technici

Nahradni
dily

MTBF

X

Celkovy pocet poruch

MTTR

Celkovy downtime

x| x| x| x| x| Kriticnost

X| X| X| X| X
>

Equipment downtime

Dostupnost (Availability)

Kvalita (Quality)

Vykon (Performance)

XX X X X X XX X stafi stroje

OEE

Primérna doba reakce

Ztrata z prostoju

Celkové naktady udrzby

Celkovy finanéni dopad

x| x| x| x| x| x| x| x| x| x| x| x| x| x| Cas
x| x| x| x| x| x| x| x| x| x| x| x| x| x| Stroje
x| x| x| x| x| x| x| x| x| x| x| x| x| x| Typ stroje

x| x| x| x| x| x| x| x| x| x| x| x| x| x| Linky

x| X| X| X
x

RAV (Remaining Asset Value)

7.4 Dimenzionalni model

Faktova tabulka F_EquipmentOperation vznikla ze zdrojové tabulky vyrobnich dat. Obsahuje ves-
keré informace s hodinovou granularitou, jak probihala vyroba za sledované obdobi. Mimo cizich
klich dimenzi obsahuje informace o stavu strojl, zda je funkéni, produkovanych kusech, dobé opero-
vani celkem a od poruchy a dalSi.

Faktov4 tabulka F_Failure vznikla ze zdrojové tabulky poruch. Granularita je v roviné udalosti na
zakladé kazdé poruchy. Obsahuje informace o dobach a ¢asu poruch, ¢asech reakci, technicich &i
kriti€nosti poruchy. Zachycuje i informace o tom, jaka ¢ast z downtime byla reakce a jaka byla realné
doba celé opravy.

Faktova tabulka F_Maintenance vznikla ze zdrojové tabulky udrzby. V ni jsou zachycené veskeré
zasahy udrzby zahrnujici reaktivni vznikajici z nahlych poruch i preventivni, které jsou provadény pra-
videlné na zakladé nastaveného planu udrzby. Granularita je na drovni udalost kazdého jednoho
zasahu.
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(8) p_severity
(2] p_Assetage - CEE RS ETE (8] p_FailureType
age_bucket_name severity_id description
a0 max years severity_level failure_type
age_min_years failure_type id
asset_age id
@ D_MachineType
description
machine_type_id @ F_Failure
machine_type_name downtime_hours
¥ downtime minutes
2 failure_id

failure_time

E
1k failure_type_id

line_id
*| ][ - machine_id
@ D_Machine @ F_EquipmentOperation  -- 5 {3 repair_end time
5 5 ) repair start time .
% acquisition_cost ambient_temperature - T

asset_age_id ozl @ D_Technician

heatth_index day of week
deprediation_rate -

is_running % day_of week_number % hourly_rate

line_id % hour seniority_level

expected _|ifetime_hours

hourty_production_loss _ specialization
= load 2 is weekend

installation_date team
- Z machine_age_hours % month @ F_Maintenance .

line_id - - .
- machine_id 2 duration_minutes technician_id
machine_age_years - techrii

= i echnician_name

operating_hours_since_maintenan... @ end_time 4
machine_id e 9! = -

2 labor cost
[+ line_id

E machine_id

[* ¥ maintenance id
maintenance_type_id
part_id

2 part_quantity
E] D_MaintenanceType

maintenance_type @ D_SparePart

maintenance_type_id cost_per_unit

current_stock
minimum_stock
part_id
@ D_Line part_name
description
line_id
line_name

plant
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7.5 Reporty deskriptivni ¢asti
Resenim je 5 analytickych reportii v aplikaci Power Bl. Jednotlivé reporty jsou rozdéleny dle témat a
zobrazuji dllezita KPI, ktera jsou zasadni pro celou spoleénost, ale pfedevsim pro oddéleni udrzby.
Reporty jsou rozdéleny nasledovné.

= Spolehlivost stroja.

= Vykonnost stroj.

=  Efektivita oddéleni udrzby.

=  Ekonomika udrzby.

= Stav aktiv.

7.5.1 Report Spolehlivost

Spolehlivost zafizeni (Machine reliability dashboard)
434 719 h 387 min 2802h 0,89%
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Obréazek 7-1: Report Spolehlivost (zdroj: autor)

Report Spolehlivost (Obrazek 7-1) zachycuje spolehlivost stroji. Jeho dominantou jsou hlavni KPI v
horni ¢asti. Zachycuji celkovy pocet vzniklych poruch, MTBF — Mean Time Between Failures (pri-
meérny ¢as mezi poruchami), MTTR — Mean Time to Repair (pramérny ¢as do opravy), celkovou
hodnotu downtime za celé obdobi a Equipment Downtime (procento downtime z celkového €asu
vyroby).

Graf celkovy pocet poruch dle stroje tika, jaké stroje jsou nejproblémoveéjsi a naopak. Dalsi je cel-
kovy pocet poruch a MTBF v ¢ase, kde Ize sledovat, jak se v ase vyvijelo mnozstvi poruch a jak se
v navaznosti na né vyvijelo MTBF. Vétsi mnozstvi poruch znamena klesajici MTBF, tedy horSici se
spolehlivost, coz je na grafu viditelné. Posledni graf pfehledné znazornuje rozdéleni vSech poruch
dle jejich typu, kdy v naSem pfipadé je nejvétSi mnozstvi mechanickych poruch. Ve spodni ¢asti shr-
nujici je matice, ktera zobrazuje vSechny hodnoty pfehledné na jednotlivé linky a stroje. V zakladu ma-
tice zobrazuje celkové linky a symbolem plus u nich pak pfejdeme e do vétsiho detailu k ji pfisluSnym
strojim. Z ni mdZeme jednoduse porovnavat jednotlivé linky a stroje vici sobé a pfimo vidét kore-
spondujici hodnoty jednotlivych zafizeni.

VSechny ukazatele jsou filtrovatelné pomoci ¢asovych Usekil (rok, mésic, datum atd.), pomoci stroji a
linek, typl strojl, stafi stroje (starSi stroje maji napfiklad kratSi MTBF) a kriti€nosti samotnych poruch.
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7.5.2 Report Vykonnost

Vykonnost zafizeni (Machine performance dashboard)
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Obrézek 7-2: Report Vykonnost (zdroj: autor)

Report Vykonnost (Obrazek 7-2) zobrazuje vykonnost stroju. Jeho dominantou jsou opét hlavni KPI,
ktera zachycuji na sebe navazujici Dostupnost, Kvalitu a Vykon. Spole¢nym soucinem téchto KPI
ziskame hlavni KPI OEE - Overall Equipment Effectiveness (celkova efektivity vyroby). Tato KPI
jsou zasadni, jelikoz vyjadfuji efektivitu celkové vyroby a pocitaji se z raznych aspektll vyroby.

Dostupnost se ziskava z celkovych €asl vyroby a planu. Kvalita se ziskava z celkem vyrobenych a
OK kusU. Vykon se ziskava z celkovych vyrobenych kusu a teoretické maximalné mozné vyroby kus.
Kazdé zafizeni ma jiny pocet maximalni hodinové vyroby, a tedy ne kazdé zafizeni ma stejnou
vahu dle poctu vyroby kusu.

Napriklad je zafizeni s maximalnim poctem kusu za hodinu 90 a jiné s poétem 130. Pro jedno je vy-
stup 90 dokonaly a pro druhé slaby. Pokud zpramérujeme veskeré stroje s jejich potencialnim a real-
nym vystupem, tak jsou hodnoty procent nizsi (70 %). Pokud ale spoitdme kazdé zafizeni zvIast
samo o sobé (procenta bude mit vy§si) a poté udélame jednoduchy prameér jejich jednotlivych vykonu,
procenta jsou znacné vy33i (90 %). To znamena, Ze kazdé zafizeni méa dobry vykon kolem 90 %, ale
celkova vyroba je slab$i a mohla by byt vice optimalizovana. Ukazatel vykonu pak ovliviiuje i OEE, pro
které plati stejné vlivy jako pro vykon.

Report obsahuije i celkovy pocet vyprodukovanych kusu a teoretickou maximalni moZnou vy-
robu. Ve spodni ¢asti jsou grafy, kdy levy znazormiuje odchylku stroji od priimérného OEE, takze
muazeme sledovat, které stroje jsou lepsi, které horSi a jaké jsou rozdily v jejich efektivité. Pravy graf
pak zfetelné znazorriuje TOP 5 nejhorsich stroji dle OEE, které spole¢nost vlastni. Nakonec je
uprostied tabulka, ktera popisuje detailné jednotliva KPI linek a stroji a mizeme je navzajem pre-
hledné porovnavat. KPI mizeme opét filtrovat pomoci ¢asu (roky, mésice, tydny atd.), linek, strojd,
typu stroju, stafi stroje (starSi stroje maji napfiklad hor$i OEE) a zde i pomoci typu smény.
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7.5.3 Report Efektivita oddéleni udrzby

Efektivita a spolehlivost oddéleni tdriby (Maintenance department dashboard)
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Obréazek 7-3: Report Efektivita oddéleni udrzby (zdroj: autor)

Report Efektivita oddéleni udrzby (Obrazek 7-3) se zaméfuje jiz na samotné oddéleni, a nikoliv
pfimo na linky a stroje. Hlavni soucasti jsou metriky, které popisuji praci technik(, zasahy oddéleni a
dal$i ¢asové udaje. Hlavnimi ukazateli jsou celkovy pocet zasahu, celkovy pocet preventivnich a
reaktivnich zasaht (reakce na poruchy), procentudlni pomér téchto typu zasahu, prumérna délka
zasahu a prumérna reakéni doba (ta se vztahuje jen na poruchy, jelikoz preventivni zasahy reakci
nemajf).

Nap¥iklad z celkového poctu témér 1600 zasahu je zde vidét, ze naprosta vétsina (72,5 %) je preven-
tivnich, coZ je spravné, jelikoZ ve spole¢nostech s preventivni udrzbou by mél pfevaZzovat pocet pre-
ventivnich zasaht. To pak znamena, Ze preventivni zasahy maji svUj vliv a snizuji po€et ne¢ekanych
poruch. Pokud by bylo vice reaktivnich & by poméry byly vyvazené, tak by bylo jasné, Ze preventivni
udrzba neni nastavena spravné nebo neni provadéna spravné. Primérna délka zasahu je pocitana

z preventivnich i reaktivnich a metriku Ize filtrovat. Primérna doba reakce je pak jen z poruch a Fika,
jak rychle dokazou primérné zaméstnanci oddéleni udrzby zareagovat na poruchu.

Report obsahuje grafy, kdy prvni zobrazuje celkovy pocet poruch na zaméstnance, coz popisuje
podil jednotlivych zaméstnancu na feSeni poruch a jejich pracovni vytizeni. Stejné tak podobné infor-
mace poskytuje graf zobrazujici MTTR dle technika (primérna doba do opravy na technika), coz po-
skytne informace, kdo dokaze provadét opravy efektivné a rychle. Graf mlze tak poskytovat informaci,
kdo by se mél napfiklad zlepsit. Posledni graf popisuje pocet preventivnich a reaktivnich zdasahu

v ¢ase, coz mlize podavat informaci, jak se vyviji stav stroja (pokud by degradaci ¢asem rostly reak-
tivni zasahy) ¢i zda oddéleni pracuje spravné.

Posledni vizudl je shrnujici tabulka, kde mizeme sledovat vS§echny ukazatele na zaméstnance s kon-
krétnimi Cisly a sledovat vykon jednotlivcl. Report Ize opét filtrovat v €ase, na zakladé linek, stroj(,
typu stroje, ale i dle smény, technika, jeho specializace a typu zasahu. Soucasti je i pro potfeby prace
zastupujici externi technik, ktery reprezentuje vSechny externi zasahy, které jsou soucasti kombino-
vané organizacni struktury udrzby.
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7.5.4 Report Ekonomika udrzby

Ekonomika udrzby (Maintenance Economy dashboard)
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Obréazek 7-4: Report Ekonomika udrzby (zdroj: autor)

Report Ekonomika udrzby (Obrazek 7-4) se zaméfuje na ekonomickou, finanéni a nakladovou
stranku celé udrzby, coz zahrnuje jak stroje, tak oddéleni udrzby samotné. K tomu pfislusni nékolik
hlavnich KPI, kterymi jsou Celkovy finan¢ni dopad (naklady na udrzbu a ztraty z prostoju), Ztrata
Z prostoju za celé sledované obdobi a Celkové naklady na udrzbu. Od téchto se pak odviji ukaza-
tele Primérny dopad poruchy (primér ztraty a nakladd), Prdmérna ztrata poruchy (z prostoja),
Preventivni ndklady a Reaktivni néklady (spolecné tvori celkové naklady), a nakonec kombinace
Naklady prace na zadsahy a Naklady na nahradni dily.

Pro naklady na praci plati, Zze se zde pocita jen konkrétni naklad na odvedenou prdci pro dany z&-
sah, tedy kombinace délky zasahu/opravy a hodinové sazby zaméstnance. Neni zde tedy feSena per-
sonalni stranka zaméstnanct ve smyslu jejich celkovych mezd. To zplUsobuje, Ze naklady na praci
jsou v reportu markantné niz8i nez naklady na nahradni dily. JelikoZ ale hodnota zavisi na délce za-
sahu, tak dle ni mizeme hodnotit i efektivitu technikd (nizsi naklady mohou znamenat méné poruch ¢i
rychlost a efektivitu jejich prace).

Ztraty z prostoju jsou pocitany na zakladé celkového downtime a nastavené hodinové ztraty kazdého
stroje, pokud stroj nefunguje. Rozdil primérného dopadu a primérné ztraty pak vychazi jako pri-
mérné naklady na poruchu a vyvojem téchto hodnoty pak mizeme sledovat, zda se nam zvySuje
ztrata (vy$si downtime, méné efektivni tdrzba) nebo se nam naopak zvySuji naklady, ale ztraty jsou
jinak podobné a podle toho provést potfebna opatieni. Také mizeme sledovat, Ze i pfesto, ze (na za-
kladé prfedchoziho reportu) je pocet reaktivnich zasaht tfetinovy, tak generuje podobné naklady jako
v8echny preventivni zdsahy. To vyvolava potiebu eliminovat poruchy, zefektiviiovat preventivni za-
sahy a snazit se eliminovat reaktivni naklady, coz mize mit velky pozitivni vliv.

Graf rozdéleni nakladid na preventivni a reaktivni zasahy v ¢ase umoznuje sledovat vyvoj nakladd,
porovnavat je a délat zavéry, zda je vyuziti nakladu efektivni a dava smysl a zda udrzba funguje
spraveé ¢i nikoliv (postupné zvySovani reaktivnich maze znamenat bud Spatnou funkci idrzby anebo
naopak postupnou degradaci stroji a vice poruch). DalSi popisuje porovnani celkovych nakladu a
celkové ztraty v ¢ase. Sleduje se tak, zda se ztrata a naklady zvysSuje €i snizuje anebo zda vice na-
kladl na udrzbu snizi ztratu €i nikoliv. Posledni graf zndzorriuje celkové naklady na stroj, kde ma-
zeme sledovat jaky stroj generuje nejvice nakladl a které jsou v tomto ohledu naopak nenaro¢né.

Posledm’ vizuél je tabulka kde je moéné ztréty a véechny naklady sledovat pfehledné na jednotlivé

Zena ztrata. Report je pak mozné opét filtrovat v Case, dle linek, stroju, typl stroje a stafi stroje, na
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zakladé typl udrzby, a nakonec i na konkrétni nahradni dily, kdy vidime, kde byly pouzity, kdy a s ja-
kymi naklady.

7.5.5 Report Stav aktiv
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Obrazek 7-5: Report Stav aktiv (zdroj: autor)

Report Stav Aktiv (Obrazek 7-5) se zaméruje jak na aktualni stav vlastnénych stroju, tak i na vyuziti
nahradnich dild. Hlavni KPI je RAV — Remaining Asset Value, které popisuje procentualni zbytkovou
hodnotu jednotlivych stroju vudi jejich pavodni hodnoté. KPI je pak filtrovatelné. DalSi ukazatele jsou
pak Primérné stafi stroju, Celkovy pocet poruch (toto KPl by mélo byt i zde u stavu aktiv), Aktu-
alni pocet dild, ktery ukazuje celkovy pocet viastnénych dilG a ukazatel je filtrovatelny na jednotlivé
dily a posledni je Celkovy pocet pouZitych dilt, z kterého Ize sledovat spotfebu nahradnich dild,
ktera linka potfebuje vice, jaké a pfipadné jak ¢asto. Grafy popisuji RAV a nahradni dily. Prvni je Spo-
treba dilu dle stroje, kde miiZzeme sledovat, jaky stroj potfebuje nejvice dildl a je nejproblémovéjsi a
pripadné jaké dily. DalSi je graf Spotfeba dilt dle stafi stroje, kde mizeme jasné vidét, Ze starsi
stroje potfebuji vice nahradnich dilt. Vedle ného vidime RAV na jednotliva stroje, kde je vidét, ze
néktera zafizeni jsou jiz procentualné po své Zivotnosti a jejich RAV je tedy 0 %, ale pfesto stale fun-
guji a vyuzivaji se. Dole pak vidime graf RAV dle stafi stroje, kde je vidét, Ze nejnoveé;si stroje maji
spravné nejvyssi RAV a nejstarSi maji naopak RAV jiz velmi nizké. Posledni graf je Poéet poruch dle
stari stroje, kde je jasné vidét, Ze starSi stroje maji logicky nejvyssi po€et poruch a nejnovéjsi maji
naopak poruch minimu. Report mizeme opét filtrovat na zakladé Casu, linek, strojud, typu stroje, stafi
stroje a samoziejmé nahradnich dil{.

7.6 Zavéry navrhu a tvorby deskriptivniho reseni
& » Reporty maji vytvaret Siroky uceleny obradzek o celém fungovani udrzby, zahrnu-
jic jak stroje a jejich vystupy, tak fungovani oddéleni udrzby.
" Iv?eéenl' datové analytiky ve formé reportd vytvéFejl' celkovy obraz o oddéleni

méfujici i na ekonomickou stranku kdy vSechny reporty je mozné filtrovat na zakladé
nastavenych dimenzi.

= Reporty musi byt funkéni, intuitivni, interaktivni, pracujici s nejaktudlnéjsimi
daty.
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8. Navrh a tvorba feSeni — prediktivni tlohy

Uéelem je kapitoly specifikace ndvrhu a tvorby Feseni datové analytiky — prediktivni
¢asti. Ta pfimo navazuje na predchozi deskriptivni ¢ast a v ramci typl feSeni je dal$i po-
krogilou drovni, jak FeSit datovou analytiku.

Soucasti této kapitoly bude definovani cild prediktivni analytiky neboli definice vytycenych
predikci, analyza dat z pohledu prediktivni analytiky, Preprocessing, Target Engineering,
tvorba prediktivnich modell a dalSi. Korektni a kvalitni vytvoreni prediktivni ¢asti maze
dat dobry zaklad pro vznik prediktivni adrzby.

Pouzita data jsou synteticky vygenerovana pomoci python scriptt, ale byla tvofena na zakladé real-
nych struktur a realnych jevl platicich v primyslovych vyrobnich spoleénostech.

8.1 Definice cilt prediktivni analytiky — predik¢ni alohy

Jednd se o tfi predikce, které se zaméfuji na predvidani vzniku poruch, kde porucha vznikne, co to
bude za poruchu a soucasné, jaka je pravdépodobna Zivotnost stroje do dalSi poruchy.

8.1.1 Predikce — Poruchado 72 hodin

Hlavni je zde predikce vznik poruchy do 72 hodin neboli 3 dny. Tato predikce ma nejvétsi vahu, jeli-
koz je jejim ucelem pfimo pfedpovédét, kde by mohla vzniknout porucha v daném ¢asovém okné
72 hodin, coz dava oddéleni udrzby jasné upozornéni, které zafizeni je potencialné rizikové. Muze
tak podniknout kroky ke kontrole stroje, opravé stroje a potencialné eliminaci poruchy. Pokud poruchu
z urcitych davodu eliminovat nelze, mlze pak alespori podniknout potfebné kroky ke snizeni $kody a
snizeni moznych ztrat.

Okno 72 hodin (3 dny) bylo nastaveno z divodu, Ze je to adekvéatni rozsah, kdy je mozné na poru-
chu zareagovat. Pokud bychom nastavili 24 hodin (1 den), tak okno muaze byt pfili§ kratké a reakce a
eliminace muze byt nemozna. Pokud bychom naopak nastavili 168 hodin (tyden), tak je okno pfili§
velké na to, aby byl model schopny poruchu viibec identifikovat. Ziskavana data z vyroby a zmény
hodnot sledovanych dat se velmi asto mohou zalit ménit az v krat8im rozsahu &asu pfed poruchou,
tyden by byl pfili§, a porucha by byla neviditelnd. Predikce se v tomto pfipadé zakldda predevsim na
sledovani fyzikalnich hodnot ze stroje (teplota, tlak, vibrace atd.), na ¢asovych hodnotach stroje
(stafi stroje, doba od poruchy atd.), po¢tu poruch apod.

8.1.2 Predikce — Typ poruchy

Druha predikce, ktera pfimo navazuje na prvni predikci, je predikce typu poruchy. V zavislosti na
prvni predikci, ktera pfedpovi potencialni vznik poruchy, pak tato vezme identifikované rizikové stroje
a na zakladeé jejich dat pfedpovi, jaky typ poruchy by na tomto stroji pravdépodobné vznikl. Typy
poruch jsou pak rozdélené na mechanické, elektrické, pfehfati a tlakové, na zakladé sledovanych hod-
not. Oddéleni udrzby mlZe ziskat predstavu, co se ve stroji mize porouchat a kde by méli pfi€iny po-
ruchy a vadné ¢asti hledat. Predikce se znovu zaklada predevsim na sledovanych datech fyzikal-
nich velicin, které pfimo identifikuji typ poruchy, na ¢asovych hodnotach, jelikoz rizné stroje s rliz-
nym stafim mohou vykazovat jiné poruchy, na typech historicky vzniklych poruch atd.

8.1.3 Predikce — Remaining Useful Life (RUL)

Treti predikce ma za ukol predpovidat Remaining Useful Life (RUL), které se udava v jednotkach
Casu. V pfipadé udrzby se RUL definuje jako zbyvajici doba / Zivotnost stroje do dalsi poruchy.
Nejde tedy o celkovou Zivotnost stroje za celou jeho existenci, ale pouze za jak dlouho dosahne poru-
chového stavu. Predikce nepfimo navazuje na prvni predikci, kdy stroje identifikované jako rizikové do
72 hodin, by mély mit nejkratSi hodnoty RUL. Predikce pak bude davat informaci oddéleni udrzby,
které stroje jsou v dobrém stavu a maji potenciél dlouhého fungovéni pfed vznikem poruchy, a
naopak které stroje uz se blizi k bodu o¢ekavané poruchy. U téchto pak mize udrzba podniknout
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potfebné ukony, aby se pokusila RUL stroje zvySit, oddalit poruchu a obecné reagovat na stroj pfed
jeho selhanim.

8.2 Analyza dat z pohledu prediktivni analytiky (EDA)

Tato ¢ast textu se zaméruje na pridzkumnou analyzu predikéniho datasetu, tedy dat, ktera tvofi za-
klad pro nasledné prediktivni modelovani a vSechny predikce. Tento krok je obecné oznacovan jako
Exploratory Data Analysis (EDA) a pfedstavuje Uvodni fazi prace s daty, jejimz cilem je jejich de-
tailni pochopeni. V ramci této analyzy jsou identifikovany zakladni charakteristiky dat, pfipadné chyby
¢i anomalie, stejné jako vztahy mezi jednotlivymi proménnymi. Porozuméni datim je klicovym pied-
pokladem pro jejich spravné analytické zpracovani a naslednou tvorbu kvalitnich prediktivnich modelu.

Zde je nutné zdulraznit, Ze v této fazi je analyza provadéna, nad jiZ existujicim prediktivnim da-
tasetem, ktery je ¢astecné pripraven pro ucéely modelovani. Dataset proto obsahuje nejen plvodni
proménné, ale také nové vytvorené odvozené vstupni proménné (features) a cilové proménné (tar-
gets). Tyto proménné byly vytvofeny v ramci procesu pfipravy a generovani dat a jejich detailni popis
bude uveden v nasledujicich kapitolach Feature Engineering a Definice cilovych proménnych
(Target variables).

8.2.1 Zakladni charakteristiky datasetu

Hlavni prediktivni dataset byl tvofen ze zakladnich zdrojovych vyrobnich dat, ktera obsahuji data
vyroby po hodinach. Zahrnuji aktualni data o stavu stroje, hodnoty fyzikalnich veli¢in, hodnoty vystupu
stroje a Casové hodnoty (stafi stroje, ¢as od poruchy). Byly odstranény nékteré hodnoty ze zdrojovych
dat, kterd jsou pro prediktivni modely nepotfebné, pfinasely by nepotfebnou informace ¢i model spise
matly.

Finalni dataset obsahuje 315 372 zaznamu a 27 sloupcu (véetné jiz vytvofenych features a target
sloupcll). Zakladnich sloupcu ze zdrojovych dat je pak 13 a zbytek jsou sloupce nové vytvorené pro
potfeby modeld. Tabulka 8.1 ukazuje rozlozeni sloupcu s jejich datovym typem a po¢tem chybéjicich
hodnot, modfe podbarvené jsou sloupce nové vytvofené pro modely.

Table 8-1: Sloupce s datovym typem a poétem chybéjicich hodnot

Sloupec Datovy typ Pocet NaN hodnot
timestamp datetime64[us] 0
machine_id int64 0
temperature float64 0
vibration float64 0
pressure float64 0
load float64 0
ambient_temperature float64 0
is_running int64 0
produced_units int64 0
defective_units int64 0
operating_hours_since_maintenance int64 0
machine_age_hours int64 0
health_index float64 0
health_delta_24h float64 288
rolling_temp_mean_24h float64 276
rolling_temp_std_24h float64 276
rolling_vibration_mean_24h float64 276
rolling_vibration_std_24h float64 276
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Sloupec Datovy typ Pocet NaN hodnot
rolling_pressure_mean_24h float64 276
rolling_pressure_std_24h float64 276
running_ratio_24h float64 276
hours_since_last_failure float64 15939
failure_count_last_7d int64 0
failure_count_last_30d int64 0
target_failure_72h int64 0
target_failure_type str 284124
target_RUL_hours float64 5047

Lze sledovat, Ze v§echny zakladni sloupce nemaji chybéjici hodnoty, coz je zpusobeno hlavné si-
mulovanym generovanim dat. To je dobry jev kvality dat pro prediktivnhi modely. Chybéjici hodnoty
jsou predevsim u nové vytvorenych sloupct, coz je zplsobeno hlavné zplsobem, jak byly sloupce
tvofeny (bude popsano v dalSich kapitolach). VétSina hodnot ma €iselnou hodnotu (int64, float64). Vy-
jimkou je pouze timestamp, coz je asova znacka, a target proménna, ktera urCuje typ poruchy. Ta ze
své podstaty bude zachycena textem.

Na zakladé deskriptivnich statistik pak nebyly v datasetu pozorovany Zadné zjevné nerealistické
hodnoty, anomalie &i extrémy, které by naru$ovaly pouzitelnost datasetu pro prediktivni modelovani.
Rozsahy jednotlivych proménnych pUsobi realisticky a konzistentné. Hlavnim z divodl muze byt syn-

odchylek oproti redlnym provoznim datdm realné spole¢nosti.

8.2.2 Cilové proménné

Dale byly zkoumany cilové (target) proménné a jejich rozlozeni. Sem patfi proménné pro indikator
poruch v horizontu 72 hodin, ukazatel typu poruchy a ukazatel RUL do kazdé poruchy. Po-
drobné budou popisovany v kapitole Target Engineering, kterd se na né bude pfimo zaméfovat.

V pfipadé cilové promé&nné pro poruchu do 72 hodin bylo zjisténo pfiblizné rozloZeni v poméru 90:10.
Priblizné 90 % zaznamu tedy odpovida stavu, kdy u daného stroje nedojde k porusSe v nasledujicich
72 hodinach, zatimco pfiblizné 10 % zaznama predstavuje stav, kdy se stroj, jiz nachazi v tomto riziko-
vém Casovém okné pfed poruchou. Toto rozlozeni souvisi s celkovou Cetnosti poruch v datech. Vyssi
pocet poruch by vedl také k vy$§imu zastoupeni pozitivni tfidy a tim i k vyvazenéjSimu rozdéleni ci-
lové proménné. Soucasné vsak neni cilem vytvaret dataset s nepfirozené vysokym poctem poruch,
protoze takovy stav by neodpovidal realistickému provozu vyroby.

Rozlozeni cilové proménné ukazuje dalSi obrazek.
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Distribuce target proménné pro poruchu do 72h

250000 4

200000 +

150000 -

Pocet pozorovani

100000 ~

50000 A

Porucha (ANO/NE)

Obrézek 8-1: Graf distribuce cilové proménné pro poruchu do 72h (zdroj: autor)

Z distribuce cilové proménné vyplyva, Ze dataset je z pohledu této proménné nevyvazeny. Tento
stav je vSak v oblasti prediktivni udrzby o¢ekavatelny, protoze poruchové stavy se vyskytuji vy-
razné méné c¢asto nez bézny provoz zafizeni. Mensinova tfida proto reprezentuje pfirozené vzacng;si
jev, coz je tfeba zohlednit pfi nasledném modelovani i vyhodnoceni modelu.

Dalsi analyzovanou cilovou proménnou je typ poruchy, ktery uruje typ poruchového stavu pfi za-
znamenaném selhani zafizeni za celé sledované obdobi. U této proménné naopak nebyla zjisténa
zasadni nevyvazenost a zadny z typa poruchy neni zcela v mens$iné. Zarover ale zastoupeni neni
zcela rovnomérné, coz je dllezité pro model, ktery bude mit vice zaznamu pro ¢astéjsi typ poruchy.
Muzeme tedy konstatovat, Ze nékteré typy poruch jsou ¢astéj$i nez jiné, ale zadny typ neni jedno-
znacné vzacny. To je z pohledu modelovani pfiznivé. Distribuci proménné dokumentuje nasledujici
obrazek.
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Distribuce taget proménné typu poruchy
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Obrézek 8-2: Graf distribuce cilové proménné pro typ poruchy (zdroj: autor)

V rdmci analyzy byla dale posouzena distribuce cilové proménné pro RUL, ktera vyjadfuje zbyvajici
dobu do dalsi poruchy stroje v hodinach. Z histogramu i zakladnich deskriptivnich statistik vyplyva, Ze
hodnoty této proménné jsou rozlozeny v pomérné Sirokém intervalu pfiblizné od 0 do 1800 hodin. Roz-
déleni proménné neni rovnomérné a mnohem vétsi koncentrace hodnot se nachdzi spise v niz-
Sich a strednich intervalech, zatimco velmi vysoké hodnoty jsou zastoupeny minimalné. Tento cha-
rakter rozdéleni odpovida tomu, Ze s blizici se poruchou se hodnota RUL pfirozené snizuje, zatimco
Proménna tak vykazuje dostatecnou variabilitu a pfedstavuje vhodny zaklad pro regresni modelovani
zbyvajiciho RUL. RozlozZeni proménné ukazuje dalSi obrazek.

Distribuce cilové proménné pro RUL

Pocet zaznami

T T
750 1000 1500 1750
RUL [hodiny]

Obréazek 8-3: Graf distribuce cilové proménné pro RUL (zdroj: autor)
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8.2.3 Zavéry analyzy dat z pohledu prediktivni analytiky

& = Datoveé typy proménnych jsou v pofadku a problém, ktery bude feSen v Data pre-
processing, jsou chybégjici NaN hodnoty nékterych proménnych.
= Distribuce cilovych proménnych je celkové v pofadku a pouzitelna pro prediktivni
modely.

= Urcita nevyvaZenost je pouze u cilové proménné pro poruchu do 72 hodin a zde je
tato nevyvazenost oekavana z divodu realistické vzacnosti poruchového stavu.

8.3 Feature Engineering

Feature Engineering specifikuje, jak byly tvofeny nové vstupni proménné. Termin feature oznacuje
obecné jakoukoliv proménnou v datasetu, ktera slouZi jako vstup pro trénovani prediktivniho mo-
delu. Kvalita téchto proménnych ma zasadni vliv na vyslednou vykonnost modelu, jelikoz model je
omezen informaci obsazenou ve vstupnich datech. Feature Engineering pfedstavuje proces, jehoz
cilem je zvysSeni informacni hodnoty dat prostfednictvim tvorby novych proménnych na zakladé pU-
vodnich dat. Tyto promé&nné mohou vznikat napfiklad agregaci ¢i transformaci. Tento proces je ne-
dilnou soucasti pfipravy dat pro modelovani a vyznamné pfispiva ke zlepSeni pfesnosti a kvality pre-
diktivnich model(l (Murel & Kavlakoglu, 2024).

8.3.1 Klouzavé a rozdilové proménné

Klouzavé proménné, resp. rolling features jsou proménné, které zachycuji kratkodoby historicky
trend a vyvoj existujici proménné za urCity omezeny Casovy usek do minulosti a agreguji chovani
proménné. V tomto pfipadé byly klouzavé promé&nné nastaveny v horizontu minulych 24 hodin. Zna-
mena to, Ze vzdy pro konkrétni zaznam se pro konkrétni plivodni proménnou (tlak, teplota atd.) vez-
mou v8echny hodnoty za poslednich 24 hodin. V nasledujicim zaznamu opét 24 hodin, ale jiz posu-
nuté o hodinu. Takto postupné tvofi kratkodoby trend vyvoje a mohou zvySit schopnosti modelu za-
chytit trendy a tvofit pfesnéjsi predikce. VSechny klouzavé proménné znazorfiuje Table 8-2.

Table 8-2: Klouzavé proménné

Sloupec Datovy typ
health_delta_24h float64
rolling_temp_mean_24h float64
rolling_temp_std_24h float64
rolling_vibration_mean_24h float64
rolling_vibration_std_24h float64
rolling_pressure_mean_24h float64
rolling_pressure_std_24h float64
running_ratio_24h float64

Vzhledem k ¢asovému charakteru dat jsou vSechny odvozené proménné konstruovany s ohledem na
jejich ¢asovou posloupnost. Pro klouzavé proménné byly vybrany hodnoty, které znazornuji priamér
(mean) a standardni odchylku od priméru (std — standard deviation) od priiméru). Napftiklad pro
teplotu nam pavodni proménna (temperature) z vyroby fekne pouze aktualni hodnotu v danou hodinu.
Klouzavou proménnou prameéru (rolling_temp_mean_24h) ale ziskame informaci, jaka byla typick&
teplota za poslednich 24 hodin a klouzava proménna odchylky (rolling_temp_std_24 h) znazorni,
jak moc hodnota kolisala v tomto kratkodobém horizontu. Napfiklad velké vykyvy a nestabilita od-
chylky mohou zagit nazna€ovat, Ze je néco Spatné. DokaZou pfesnéji odhalit, Ze se stroj zacina cho-
vat jinak, i kdyz zakladni hodnota teploty zatim neni extrémni. Timto zplsobem zvySujeme informacni
hodnotu datasetu a davame modelim nové features, na kterych se mize ugit.
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Dal$i proménnou je running_ratio_24h, které neni zalozené na fyzikalni veli¢iné, ale zaklada se na
ukazateli is_running. To je proménna, ktera jasné fika, zda v danou hodinu stroj fungoval &i nikoli.
Running_ratio_24h nasledné znazoriuje podil ¢asu, po ktery stroj fungoval za 24 hodin. Hodnoty
blize k 1 znamenaji, Ze stroj b&zel téméF celou dobu, a naopak hodnoty smérem k 0 znamenaji, ze
stroje témér nefungoval. Proménna muze signalizovat, Ze vy$Si intenzita provozu souvisi s vy$Sim
opotfebenim a vys$Si vytizeni bude vést k vy$Simu riziku degradace. Nepravidelny provoz pak také
muZe indikovat nestandardni stav stroje.

Posledni je asova rozdilova proménna health_delta_24h, kterd vychazi z proménné health_index.
Health_index popisuje celkovy stav stroje v dany moment a méni se v zavislosti na ,zdravi“ stroje. He-
alth_delta_24h znazornuje zménu / rozdil tohoto celkového stavu oproti stavu pred 24 hodinami.
Pokud se pak index rychle zhorSuje, model stav stroje a jeho vyvoj vidi pfimo.

Zde je potreba zdlraznit, Ze health_index je uméle vytvoFena proménna, ktera byla pouzita pro rea-
listické generovani poruch a jejich rozloZzeni v €ase v datech. V Casti preprocessingu se ukaze, ze tato
feature nebude pouzita, jelikoz je uméle generovana a realné neni zcela bézné, Ze by je spole¢nosti
sledovaly. Naopak health_delta_24h nebyla vylou€ena. Je z ného sice odvozena, ale pfedstavuje
zménovou charakteristiku, ktera je realisticky zastupitelna jinym vypoctem ¢&i transformaci z realné mé-
fitenych veli€in, ktera bude reprezentovat zménu stavu stroje. Tato naopak pouzita bude.

U téchto klouzavych proménnych se na zacatku datasetu prirozené objevuji chybéjici hodnoty.
Dlivodem je, Ze jejich vypocet vyZzaduje dostupnost historickych pozorovani za predchozich 24 hodin.
Na pocatku sledovani jednotlivych stroju vSak tento ¢asovy kontext jesté neni k dispozici, a proto
nelze tyto proménné pro prvni zaznamy vypocitat. Nejedna se tedy o chybu datasetu, ale o o¢ekavany
dlsledek konstrukce ¢asové odvozenych proménnych.

8.3.2 Historické poruchové proménné

Historické poruchové proménné jsou ty, které vychazeji z po¢tu poruch a éasovych udaji. Pridavaji
modelu dal$i kontext ohledné Zivota stroje, rozlozeni poruch &i jejich rizikovosti. Proménné, které sem
patfi, znazorfiuje Table 8-3.

Table 8-3: Historické poruchové proménné

Sloupec Datovy typ
hours_since_last_failure float64
failure_count_last_7d int64
failure_count_last_30d int64

Proménna hours_since_last_failure zachycuje pocet hodin stroje uplynulych od posledni poruchy.
To umoziuje modelu vidét kontext, v jaké fazi cyklu mezi poruchami se stroj pravé nachazi anebo
doby, jaké maji rlizné stroje standartné mezi poruchami, coz naznacuje obecny stav a poruchovost.
Stroje s vysokymi dobami mezi poruchami budou z obecného hlediska méné rizikové nez ty s pravi-
delné&jSimi poruchami. Zde jsou v datasetu NaN hodnoty, jelikoz na za¢atku datasetu nelze pfifadit
hodnotu, dokud nevznikne prvni porucha stroje.

Posledni proménné failure_count_last_7d a failure_count_last_30d zachycuji celkovy po&et poruch
daného stroje za 7 dni a za 30 dni. 7 dni pfedstavuje kratsi asovy horizont a 30 dni naopak delSi
spiSe stfednédoby horizont. Poruchova historie stroje pfidava dalsi kontext technického stavu a poru-
chové intenzity stroju, kdy stroje s vysokou poruchovosti za dany ¢asovy horizont budou vice rizikové
a naopak. Proménné pomahaji hodnotit kazdy stroj nejen podle aktualnich senzor(, ale pfidavaji kon-
text historické spolehlivosti stroje.

8.3.3 Zavér Feature Engineering

& = Vramci Feature Engineering se vytvofi mnoZstvi novych pomocnych proménnych
na zakladé pavodnich dat v datasetu.

» Tyto proménné pomahaji priddavat novy kratkodoby a dlouhodoby kontext cho-
vani pro uceni prediktivnich modell a zvySuji informaéni hodnotu datasetu.
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= Tento kontext pfedevsim rozsifuje pavodni data o historické stavy stroji a pridava
vy$$i nadhled, nez je pouze aktualni stav.

= Nové proménné pomohu modeliim se Iépe ucit a potencialné zvysit kvalitu mo-
dell, nez by byla dosazena pouze s plvodnimi proménnymi.

8.4 Definice cilovych proménnych (Target variables)

Tato podkapitola se zaméfuje na tvorbu a definici cilovych proménnych (Target Engineering),
které predstavuji proménné pro nasledné predikované modely. Cilova proménna uréuje, jaky jev
bude model predikovat. Model se v procesu u€eni uci vztah mezi vstupnimi proménnymi (featu-
res) a cilovou proménnou (target), pficemz cilem je nasledné co nejpresnéji pfedpovidat jeji hod-
notu na zakladé vstupnich dat. Cilova proménna muze byt bud pfimo dostupna ve zdrojovych datech,
nebo je nutné ji odvodit a vytvofit na zakladé existujicich informaci. V kontextu prediktivni udrzby je jeji
definice klicova, jelikoz pfimo ovliviuje interpretaci vysledku i praktické vyuziti modelu.

V ramci datasetu byly vytvoreny tfi target proménné, kdy kazda je pfipravena pro jednu z nastavenych
predik¢nich uloh. Target proménné ukazuje Table 8-4.

Table 8-4: Cilové proménné

Sloupec Datovy typ
target_failure_72h int64
target_failure_type str
target_RUL_hours float64

8.4.1 Target — Poruchado 72 hodin

Prvni cilova proménna je target_failure_72h, coz je cilova proménna pro hlavni predikci poruchy
do 72 hodin. Proménna znazorhuje, zda od aktualniho ¢asového bodu nastane porucha na daném
stroji v nasledujicich 72 hodinadch. Proménna tak oznacuje zaznamy, které spadaji do rizikového

obdobi pred vznikem poruchy, na zakladé, kterych se model uci identifikovat vzory vedouci k po-
ruse.

Samotna Uloha je klasifikacni typ a target je bindrni proménnou, coz znamena, ze zobrazuje pouze
dva stavy (ANO / NE &i 0/ 1). V datasetu je tvofen tak, Ze pro kaZdou jednotlivou poruchu jsou na-
lezeny zdznamy v €éasovém horizontu 72 hodin pfed poruchou a pro né je target proménna nasta-
vena jako 1. Pro ostatni zaznamy target obsahuje 0. Model se pak uci na features v datasetu, které
jsou pravé v tomto ¢asovém okné a sleduje jejich vyvoj.

8.4.2 Target — Typ poruchy

Cilova proménna pro druhou prediktivni ulohu typu poruchy je target_failure_type. Proménna obsa-
huje vzdy konkrétni dany typ poruchy, jak byla vznikla porucha klasifikovana (mechanicka, elektricka
atd.). Je pfimo navazana na prvni prediktivni ulohu a tento typ poruchy je tedy uréen pouze u za-
znamd, které maji target_failure_72h jako 1. Na rozdil od prvni predikce je zde nemozné u ostatnich
zaznamu s hodnotou 0 urcit typ poruchy a z toho divodu target sloupec obsahuje velké mnozstvi
NaN hodnot. Je to ale jeden z pfedpokladanych jevu target sloupce a pro ucely trénovani modelu bu-
dou vyuZivany pouze zaznamy, u kterych je cilovd proménna definovéna.

Typ ulohy je multiclass klasifikace, jelikoZ se uréuje z vétsiho mnozstvi kategorii. Hodnota samotna
je tedy kategoriélni. Model se pak uci na zaznamech, které maji poruchu do 72 hodin a maji uréeny
typ poruchy. Na zakladé vyvoje features se pak snaZzi uréit pravdépodobny typ poruchy, ktery vznikne.

8.4.3 Target — RUL

Posledni cilova proménna je target RUL_hours, ktera pfislusi predikci Remaining Useful Life
(RUL). Proménna obsahuje vzdy hodnotu poctu hodin do nasledujici poruchy. To znamena, Ze po
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oprave stroje po porude je v nasledujicich zaznamech urCen pfesny pocet hodin az do nasledujici po-
ruchy. To znamena, ze hodnoty postupné klesaji, hodinu pfed poruchou je pocet hodin 1 a v mo-
ment poruchy 0. Konkrétnéji je vypocet nastaven jako rozdil mezi aktualnim ¢asem a ¢asem dalSi po-
ruchy. To je mozné udélat diky tomu, Ze historicky zndme, kdy dal$i porucha vznikne. Hodnota RUL je
pfi trénovani modelu odvozena z historickych dat, pfi¢emz poté model samotny vyuziva pouze
vstupni proménné dostupné v daném ¢asovém okamziku.

Zde se jednéa o spojity typ proménné a modelem se snazime predpovidat pfesny pocet hodin, za
ktery by méla nova porucha vzniknout. Nejedna se jiz o klasifikaéni tlohu, ale spiSe o regresni ulohu.
Predikce pomaha odhadovat zbyvajici dobu provozu a u snizujicich se RUL konkrétnich stroju
muze Udrzba provést potfebné akce, nez porucha opravdu nastane.

8.4.4 Zavér definice cilovych proménnych

& » Vramci definice cilovych proménnych jsou nastaveny 3 target proménné, které
jasné popisuji jev / ulohu, kterou budeme chtit predikovat.
= Nyni je mozné urcit prediktivnim modelim, co je jejich target proménna, na kte-
rou se maji zaméfit. Bez jejich existence by nebylo mozné prediktivni modely viibec
zadit tvofit a ziskat jakékoliv vysledky.

8.5 Data preprocessing

Dalsi krok tvorby prediktivniho feseni je Data preprocessing neboli pfiprava dat, aby byla vhodna
pro pouziti a spravnou funkci prediktivnich modeld. Kvalita dat je jeden z hlavnich faktord, které pak
ovliviuji kvalitu jakéhokoliv datové analytického feSeni. Preprocessing zahrnuje jakykoliv tlkon na
surovych zdrojovych datech, ktery ma za ukol je pfipravit pro dal§i zkoumani a analyzy. Muze zahr-
novat odstranéni chybéjicich hodnot, odstranéni duplicit, opravovani datovych typ(, oSetfeni extrém-
nich hodnot, $kalovani a normalizaci hodnot a mnoho dal$iho (Pykes, 2025).

Jelikoz byla data synteticky generovana a kontrolovana, tak uz zdrojova data byla v relativné dobré
kvalité a mély pohlidany aspekty, jako jsou datové typy, extrémy apod. N&které bé&Zné kroky byly reali-
zovany jiz ve Feature a Target Engineering pfi tvorbé datasetu. Pro vSechny prediktivni tlohy je pak
pouzit stejny prediktivni dataset, a proto preprocessing pro vsechny ulohy zahrnuje velmi po-
dobné kroky, az na par vyjimek. Preprocessing proto bude popsan souhrnné, a pokud se bude néco
pro konkrétni ulohu [iSit, tak to bude patfi¢né zduraznéno.

8.5.1 Serazeni datasetu

Jako zakladni krok pro v8echny predikce po nacteni dat je sefazeni datasetu. To je potieba, jelikozZ je
dataset zavisly na €ase a je tedy potieba, aby byl chronologicky.

df = df.sort_values("timestamp")

8.5.2 Tvorba dataframe pro kazdou ulohu

Pro kazdou jednotlivou Ulohu je vytvofen samostatny dataframe, ktery na zakladé nastaveni obsaho-
val pouze data, ktera uloha spravné potfebovala. V nasledujicim vypisu kédu jsou za sebou jednotlivé
fadky kodu, které dany dataframe vytvofily.

Vypis 1: Definice dataframe pro predikce

# Porucha do 72 hodin
df model = df.dropna(subset=["target failure 72h"])

# Typ poruchy
df type = df[df["target failure 72h"] == 1].copy()

# RUL
df rul = df.dropna(subset=["target RUL_hours"]).copy()
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Pro prvni predikci do 72 hodin je pouze formalné a pro jistotu vzat dataframe, ktery nebude mit hod-
noty NaN. Pro predikci typu poruchy jsou vybrany pouze zdznamy, které maji target_failure_72h hod-
notu jako 1, coZ vybere jen zaznamy, kde je dany typ poruchy. Pro predikci RUL jsou vybrany
pouze zaznamy, které neobsahuji v target hodnoty NaN.

8.5.3 Odstranéni NaN hodnot hours_since_last_failure

Byly odstranény NaN hodnoty sloupce uréujici pocet hodin od posledni poruchy. Doslo k nahrazeni
NaN hodnot pomoci stafi stroje (machine_age_hours). Je vhodnou hodnotou, kterou Ize dosadit, a po-
kud pfed prvni poruchou datasetu Zadna porucha nevznikla, tak je stafi stroje validni hodnota.

df _model["hours_since_last failure"] =
df_model["hours_since_last_failure"].fillna(df_model["machine_age hours"])

8.5.4 Vybér vhodnych features

Byly vybrany features, které se pro predikce hodi, jelikoz nemaji pouzitelnou a validni informaci anebo
by naopak modelu spi$e $kodily. Uprava byla provedena ne pomoci konkrétniho vybé&ru proménnych
pro model, ale pomoci vybéru proménnych, které pak pouzity byt nemaiji. Také sem patfily i target
sloupce, dle kterych predikovano byt nesmi. Pro zjednoduseni a zachovani konzistence byly pro jed-
notlivé modely pouzity pfevazné shodné vstupni proménné.

Vypis 2: Vybér feature pro prediktivhi modely

features = df _model.columns.drop([
"timestamp",
"machine_id",
"target_failure_72h",
"target_failure_type",
"target RUL_hours",
"health_index", # vynechat
"produced units",
"defective units"

]).tolist()

Zde je potfeba zdUraznit, Ze byla vynechana i proménna health_index, jak jiz bylo popsano. Health_in-
dex popisoval celkovy stav stroje v dany moment a méni se v zavislosti na ,zdravi“ stroje. Je to vSak
uméle vytvofena proménna pro potieby tvorby dat, ktera byla pouzivana pro generovani poruch ve
zdrojovych datech, k jejich realistickému rozlozeni a zménam fyzikalnich hodnot. V praxi neni zcela
bézné, Ze by spole€nosti tento Udaj sledovali, a proto by mohlo byt na §kodu ho v feSeni pro modely
nechavat. Proménna pak méla v nékterych pfipadech velkou vahu, coz by mohlo prakticky uskodit
jesté vice.

8.5.5 Odstranéni zbylych NaN hodnoty

jakym byly features tvofeny. Celkem jich v8ak bylo pouze kolem 280, neZz mély hodnoty moznost byt
vypocteny na zacatku datasetu. To je zanedbatelné mnozstvi vuci velikosti datasetu, a proto byly za-
znamy s NaN hodnotami odstranény.

df model
df_model

df model.dropna(subset=features)
df_model.reset_index(drop=True)

Takeé byl resetovan index fadk, aby Sly ¢isté popofadé od 0 po odstranéni zaznamu.

8.5.6 Rozdéleni dat na trénovaci a testovaci

Nasledné bylo provedeno rozdéleni dat pro potfeby modelll. V tomto pfipadé ale nebyl pouzit klasicky
model v pythonu train_test_split, jelikoz ten rozdéli data nahodné na zakladé daného nastaveného po-
méru. To by byl zde problém, jelikoz data obsahuji €asovou posloupnost zaznamu. Kdyby doslo
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k nahodnému rozdéleni, tak by byly zaznamy zpfehazeny, nedrzely posloupnost vyvoje proménnych
v Case, a také by se pak model mohl ugit na datech z roku 2024 a testovat na datech z roku 2022. Je
potfeba, aby se model ucil z minulosti na starych zaznamech a testoval na novych zaznamech. Proto
bylo provedeno vlastni rozdéleni na zakladé Casové znacky, které rozdéli data 80/20 dle casového
bodu. 80 % dat bude trénovacich a 20 % dat bude testovacich. Kazda uloha ma pfisludny target y.

Vypis 3: Rozdéleni datasetu na trénovaci a testovaci dle ¢asu

# Serazeni dat
df model = df model.sort values("timestamp")

# Split podle casu

split time = df_model["timestamp"].quantile(0.8)
train = df_model[df_model["timestamp"] < split_time]
test = df_model[df_model["timestamp"] >= split_time]

# Vytvoreni X a y
X _train = train[features]

y_train = train["target_failure_72h"]
X_test = test[features]
y_test = test["target failure_72h"]

8.5.7 Skalovani hodnot

Nakonec bylo pouze pro potfeby modelu logistické regrese, ktera byla zkouSena jako jedna z variant
modelu, pouZito i Skalovani hodnot, které mélo za ukol vyrovnat rozdily mezi hodnotami fyzikalnich
veli¢in. Skalovani je pro logistickou regresi vhodny nastroj. Kazda veli¢ina se totiz pohybuje v jinych
fadech a model je na toto typicky citlivy. MlzZe byt v§ak rovnou feceno, Ze logisticka regrese v zadné
z uloh jako nejlepSi model nevysla.

# Skalovani

scaler = StandardScaler()

X_train_scaled = scaler.fit_transform(X_train)

X_test scaled = scaler.transform(X test)

8.5.8 Zavér Data preprocessing

% = Vramci Data preprocessingu se provadi nékolik dilezitych krok(, aby byla zajisténa
maximalni Cistota datasetu.
= Tyto z&kladni kroky mohou velmi pomoci kvalitné prediktivniho modelu.

= Dataset nyni neobsahuje prazdné hodnoty a kazda uloha ma pfipravena pfesné ta
dat, ktera potfebuje ke sprdvnému fungovani.

= Soucasné jsou data rozdélena na trénovaci a testovaci ¢ast, coz je absolutni nut-
nost pro trénovani a hodnoceni jakéhokoliv prediktivniho modelu.

8.6 Tvorba a trénovani prediktivnich modeld

Pro kazdou ulohu je vybrano a vyzkouseno nékolik riznych modeli, které jsou vhodné pro dany

typ ulohy. Z téchto modelli byl pak vybran ten, ktery byl na zakladé hodnoticich metrik po porovnani
nejlepsi. VSechny modely jsou trénovany na pfedem pfipravené sadé vstupnich proménnych a

testovany na €asové oddélené sadé testovacich dat ziskané rozdélenim v preprocessingu. U vybra-
nych modelll je provedeno ladéni hyperparametri s cilem zlepsit jejich vykonnost. Jsou testovany
rdzné kombinace parametrd a nasledné byl vybran model s nejlepSimi vysledky.
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8.6.1 Modely — Poruchado 72 hodin

Prvni Uloha je typ klasifikacni ulohy, ktera ma predikovat bindarni proménnou stavu, zda do 72 ho-
din vznikne ¢i nevznikne porucha na zakladé vstupnich proménnych. Pro tento typ predikce byly testo-
vany modely, které jsou na toto vhodné. Modely, které byly testovany jsou néasledujici.

» Logisticka regrese
= Random Forest
= XGBoost

8.6.1.1 Logisticka regrese

Logisticka regrese je jeden ze zakladnich klasifikacnich modelu. Je obdobou linearni regrese, ale
na rozdil od ni je cilovou proménnou modelu kategorie (kategorialni proménna) a ne Ciselna hod-
nota. Na pocatku byla vyvinuta pravé pro predikce binarnich proménnych, ale dnes se jiz vyvinula i
pro multiclass klasifikace. Princip modelu je v zasadé takovy, Ze se snazi dojit k matematické
funkci, ktera by vyjadfovala vztah mezi vstupnimi proménnymi a cilovou proménnou, dle které by pak
dokazal odhadovat i budouci hodnoty. (Sharda et al., 2020).

8.6.1.2 Random Forest

Je to model, ktery tvofi mnozstvi rozhodovacich stromi na zakladé nahodné vybranych vzorcich
dat s opakovanim a v kazdém stromé ma soucasné nahodny vybér vstupnich proménnych. Pro
klasifika¢ni ulohy je to jeden z nejznaméjsich a nejpouzivanéjSich modell, ktery je vhodny i pro aktu-
alni prediktivni Glohu (Sharda et al., 2020).

8.6.1.3 XGBoost

XGBoost (Extreme Gradient Boosting) je prediktivni model zaloZzeny na kombinaci vétsiho mnoz-
stvi rozhodovacich stromu. \V'ychazi z principu gradient boostingu, ktery je vyuzit také u dalSich
Gloh. Vyuziva metod boostingu, kdy model postupné pridava nové rozhodovaci stromy, pficemz
kazdy dal$i strom se snazi korigovat / snizovat chyby pfedchoziho souboru stromu. Timto zpisobem
dochazi k postupnému snizovani predik&ni chyby a ke zvySovani kvality vysledného modelu a samot-
nych predikci. XGBoost se ¢asto vyuziva pfi prdci s tabulkovymi daty, kde obecné dosahuje velmi
dobrych vysledku. (Stryker et al., 2024).

8.6.2 Modely — Typ poruchy

Druhd uloha je typ multiclass klasifikace, ktera ma predikovat kategorialni proménnou typu poru-
chy (mechanicka, elektricka atd.). Je to tedy obdobny typ jako pfedchozi typ ulohy, ale cilova pro-

meénna jiz neni binarni (pouze dvé hodnoty), ale ma vice hodnot, které mizZe cilova proménna na-
byt. Lze pro ni pouzit podobné modely, které byly testovany pro prvni tlohu. Tento typ predikce je ze

=  Logisticka regrese

* Random Forest

=  Histogram Gradient Boosting
=  XGBoost

8.6.2.1 Logisticka regrese

Stejné jako u prvni Ulohy byl jako zakladni model testovana logisticka regrese. Ta je v dneSni dobé
pfizpusobend, aby byla schopn& predikovat nejen binérni, ale i multiclass klasifikace. Opét se
snazi najit matematickou funkci, ktera by vysvétlovala cilovou proménnou na zakladé vstupnich. Dle

8.6.2.2 Random Forest

Opét zde Ize pouzit Random Forest klasifikacni model. Z obecného hlediska funkce modeli by mél
Random Forest potencialné dosahnout lepsich vysledki u multiclass klasifikace nez Logisticka
regrese. Z povahy modelu ho zde v§ak nelze vynechat.

KIT VSE - 60 -



MBI-AF: Rizeni a analytika tdrzby (AF_Il_01_09_Rizeni_Udrzby )

8.6.2.3 Histogram Gradient Boosting

Histogram Gradient Boosting je zaloZeny na principu boostingu. Tvofi sekvenéné vétsi mnozstvi
rozhodovacich stromu, kdy dalsi strom je vZdy trénovan tak, aby opravoval chyby pfedcho-
ziho. Model vytvofi pfi u€eni prvni rozhodovaci strom a predikci, na kterém jsou vyhodnoceny vy-
sledky a spocitana residua, coz jsou chyby modell ziskané porovnanim predikci a skute¢nosti. Dalsi
model ma za ukol udélat minimalizaci residui pfedchozich stroma.

Postupnym iterativnim zlepsovanim jednotlivych stromu je ziskavana maximalni pfesnost modelu
a predikce. Vysledna predikce je pak kombinaci vSech vytvofenych stromu. Histogram verze pak ne-
pracuje s kazdou jednou hodnotou zvlast, ale pfevadi vstupni proménné do intervall (bins), &imz vy-
tvari histogramy. Je vhodny pro vétSi datasety. Tento pfistup vyrazné sniZuje vypocetni naro¢nost a
zrychluje trénovani modelu pfi zachovani srovnatelné pfesnosti. Histogram Gradient Boosting ¢asto
dosahuje kvalitnich vysledkl pfi praci s tabulkovymi daty (Sharda et al., 2020).

8.6.2.4 XGBoost

Stejné jako u pfedchozi Ulohy bude testovan XGBoost, ktery je obecné velmi kvalitni pro praci s ta-
bulkovymi daty a je velmi dobry, kdyz jde o klasifika¢ni ulohy. XGBoost pfedstavuje vice optimalizo-

kace, je nutné otestovat i pokrocilejsi modely.

8.6.3 Modely — RUL

Treti uloha jiz neni klasifikaéni ulohou, ale regresni tlohou. Z tohoto divodu je potfeba testovat jiné
nez predchozi klasifikacni modely. Vysledkem regresni ulohy je konkrétni éiselna hodnota, a nikoliv
stav Ci kategorie. Ma za Ukol predikovat Remaining Useful Life kaZdého stroje, coz je pravdépo-
dobny pocet hodin do dal$i poruchy. Testované modely jsou nasleduijici.

=  Dummy Regressor

= Linearni regrese

= Random Forest Regressor

=  Histogram Gradient Boosting Regressor
=  XGBRegressor

Regrese je jeden z nejzakladnéjSich statistickych modeld. Pouziva se pro nalezeni a vyjadreni
vztahu a zavislosti vstupnich proménnych vuci vysvétlujici / cilové proménné. Tento vztah se
snazi jednodu$e vyjadiit pomoci matematické funkce / rovnice, ktera jasné definuje vztah proménnych
a nasledné muze byt pouzita pro predikci budoucich cilovych proménnych. Tedy pokud do rovnice vlo-
Zime konkrétni hodnoty vstupnich proménnych, mél by nam vyjit konkrétni vysledek cile (Sharda et al.,
2020).

8.6.3.1 Dummy Regressor

Dummy Regressor je zdkladni regresni model. Byl pouzit jako zakladni referenéni model pro porov-
nani, zda dalsi testované modely dosahuji skutecné lepsich vysledku. Neni uréeny pro pouziti ke
skute¢nym predikcim (scikit-learn.org, 2026a).

8.6.3.2 Linearni regrese

Linearni regrese je zakladni regresni model, ktery se snazi hledat linearni vztahy v datech. Model
vezme vstupni proménné a snazi se najit linearni vztah a zavislost vuci cilové proménné (target).
Tento vztah se pak snaZi popsat co nejpfesnéjSi matematickou funkci, pomoci které je pak schopny
odhadovat cilové proménné i pro nova vstupni data (Sharda et al., 2020).

8.6.3.3 Random Forest Regressor

Random Forest Regressor je regresni varianta modelu Random Forest, ktery patfi mezi metody za-
lozené na kombinaci vét§iho mnozZstvi rozhodovacich strom(. Model vytvafi vice stromd, jejichz vy-
sledky jsou ndsledné agregovany. Na rozdil od klasifikacni varianty, kde dochazi k hlasovani o fi-
nalni predikci jednotlivych stromd, je u regresni tlohy vysledna hodnota uréena jako pramér predikci
vSech stromu. Diky této kombinaci je model schopen zachytit i slozitéjSi nelinearni vztahy v datech a
zaroven dosahuje dobré stability. (Kavlakoglu, 2021; scikit-learn.org, 2026d).
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8.6.3.4 Histogram Gradient Boosting Regressor

Histogram Gradient Boosting Regressor je model zaloZzeny na gradient boostingu uréeny pro regresni
Glohy. Jedna se o optimalizovanou variantu zakladniho Gradient Boosting Regressor, ktera je
vhodna pro vétsi datasety s velikosti zhruba nad 10 000 zaznama. Hlavni rozdil je v tom, Zze histogram
verze nepracuje s kazdou jednou hodnotou zvlast, ale prfevadi vstupni proménné do intervalu (bins),
¢imz vytvafi histogramy. Tento pfistup vyrazné snizZuje vypocetni naro¢nost a zrychluje trénovani
modelu pfi zachovani srovnatelné presnosti. (Kaabar, 2025; scikit-learn.org, 2026c¢).

8.6.3.5 XGBRegressor

Posledni testovany model, ktery je regresni variantou modelu XGBoost. XGBRegressor je zamé-
feny na regresni Ulohy a funguje na principu rozhodovacich stromd, které jsou ale opét zaméreny na
hledani nelinearnich vztaht, podobné jako Random Forest Regressor. Zavér tvorby a testovani pre-
diktivnich modeld

Postupné byly popsany vS§echny modely, které byly testovany pro jednotlivé prediktivni tlohy. Diky
rozdilnosti Gloh musely byt vzdy vybrany ty, které jsou pro tlohu vhodné. Z testovanych modell
bude nasledné vybran ten s nejlepsi kvalitou a prfesnosti. Kone¢né shrnuti tloh a testovanych modelu
muzete vidét v nasledujici tabulce.

Table 8-5: Prediktivni Glohy a testované modely

Uloha Typ ulohy Testované modely

Porucha do 72h Binarni klasifikace Logistick& regrese, Random Forest, XGBoost

Logistick& regrese, Random Forest, Histogram Gradient

Typ poruchy Multiclass klasifikace Boosting, XGBoost
Dummy Regressor, Linearni regrese, Random Forest Re-
RUL Regrese gressor, Histogram Gradient Boosting Regressor,
XGBRegressor

8.7 Vyhodnoceni a validace modelu

Nyni jsou jednotlivé modely porovnany na zakladé metrik kvality modelu a vybran ten nejlepsi.
Tento nejlepsi model bude nasledné pouzit pro samotné predikce konkrétni Ulohy a mize pfedstavo-
vat zaklad pro zavedeni prediktivni udrzby do priimyslové spole¢nosti.

8.7.1 Zpusob vyhodnoceni modelt

Z dlivodu, Ze se u kazdé ulohy jedna o jiny typ predikce, je potreba je jinak posuzovat. Klasifikacni
ulohy maji vlastni kvalitativni metriky, které ale potom nejsou stejné pro regresni ulohy. V&echny mo-
dely byly trénovany a testovany na predem rozdéleném souboru dat, ktery byl rozdéleny dle Casu.
Modely tak byly trénovany na starSich datech na trénovaci sadé dat a nasledné testovany na datech
novéjSich na testovaci sadé dat, aby se ucily z minulosti. Data byla v preprocessingu pfedem sefa-
zena, aby byla zachovana ¢asova posloupnost vzniku dat. Metriky, které byly pouzity pro vyhodno-
ceni kvality modeld jsou.

Porucha do 72 hodin a Typ poruchy (klasifikace)

= Accuracy — vyjadfuje schopnost modelu predikovat spravnou hodnotu / kategorii novych dat.
Zjisti se tak, Zze se skute¢né hodnoty cilové proménné v testovacich datech porovnaji vici pre-
dikcim modelu. Metrika ale mize byt zavadéjici u nevyvazenych dat, proto je potfeba hodnotit
i jiné (Sharda et al., 2020).

=  Precision — vyjadfuje podil spravné predikovanych pozitivnich pfipadd vici celkovému poctu
pripadd, které model oznadcil jako pozitivni (spravné i Spatné). Udava tedy, jak spolehlivé jsou
pozitivni predikce modelu (Sharda et al., 2020).

» Recall — vyjadfuje podil sprdavné zachycenych pozitivnich pfipadd vici celkovému poctu sku-
tecné pozitivnich pfipadl (zachycenych i nezachycenych). Udav4, kolik model zachyti ze vSech
skute¢né vzniklych poruch (Sharda et al., 2020).
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» F1-score - vyjadfuje harmonicky pramér mezi precision a recall. Chceme u ného dosahnout
vySSich hodnot a reprezentuje vyvazenost mezi schopnosti predikovat spravné pozitivni pfipady
a zachytit vSechny skute¢né pozitivni pfipady (scikit-learn.org, 2026b).

Remaining Useful Life (RUL) (regrese)

=  MAE (Mean Absolute Error) — vyjadfuje primérnou chybu predikci vici skutenym hodnotam
cilové proménné. Zde chceme nizké hodnoty (Waples, 2025).

» RMSE (Root Mean Squared Error) — vyjadfuje také pramérnou chybu jako MAE, ale je pfis-
néjsi, kdy vétsi chyby maji mnohem vétsi vahu a je citlivéjSi na extrémni chyby (Kasourova,
2026).

» R2 - koeficient determinace vyjadfujici, jak moc dokaze regresni model vysvétlit cilovou pro-
ménnou a jeji variabilitu na zakladé vstup(. Hodnoty k 1 znamenaji, Ze model dokaze velmi
presné vysvétlit vztahy v datech a naopak (Siddiqui, 2026).

8.7.2 Vyhodnoceni - Porucha do 72 hodin

U predikce poruchy do 72 hodin se jedna o binarni klasifikaci, kter& ma pomoci natrénovaného mo-
delu upozornit na potencialni poruchu na urcitém stroji v horizontu 3 dnt. Kvalitni model méa potencial
upozornit oddéleni udrzby, které mlze véas podniknout kroky k pfipraveni se na poruchu, ¢i upiné
eliminaci poruchy. Table 8-6 prezentuje vSechny metriky kvality testovanych modeld.

Table 8-6: Vysledky kvality modell predikce poruchy do 72h

Uloha Accuracy Precision Recall F1
Logisticka regrese 0,90 0,52 0,99 0,68
Random Forest 0,92 0,57 0,95 0,71
Random Forest - Tuned 0,93 0,60 0,93 0,73
XGBoost 0,91 0,55 0,94 0,70

V ramci testovani modell bylo provedeno i ladéni modelu Random Forest, ktery je zachycen jako
Random Forest — Tuned (termin tuning oznacujici ladéni hyperparametr(i modelu). Na zakladé vSech
metrik kvality modeli byl vybran jako nejlepsi prediktivni model pravé ladény Random Forest.

Model dosahoval nejvy3si hodnoty F1 (0,73), coZ znamena, Ze dosahoval nejvyssi vyvazenosti mezi
precision a recall, tedy predikovat spravné pozitivni pfipady poruch a zaroveri zachytit maximum sku-
te¢né vzniklych poruch.

Dale model dosahoval nejvétsi accuracy (0,93). Ta byla u vSech modell vysoka, coz bude zpUso-
beno tim, Ze je predikce pouze binarniho typu a nevyvazenosti, kdy vétSina zaznam( patfi do skupiny
bez poruchy. Accuracy ale mize byt u nevyvazeného datasetu zavadéjici, a proto je potfeba hodnotit i
ostatni metriky. Dle ni ale model predikoval spravnou hodnotu velmi Gspésné.

Také mél model nejvyssi precision (0,60), coz znamena, ze model ma nejlepsi schopnost spravné
identifikovat poruchy a zaroven omezovat faleSné poplachy poruch.

Recall (0,93) je mirné nizSi nez u ostatnich modeld, ale rozdil je minimalni a hodnota je stale vysoka.
Logisticka regrese sice dosahla nejvyssiho recall, ale jeji precision (0,52) zarover indikuje, Ze bude
mit mnohem vétsi mnozstvi faleSné pozitivnich poruch.

Zvazenim kontextu vSech metrik tedy mél model ladéného Random Forest nejlepsSi vysledky a

bude pouzit jako hlavni model pro nasledné predikce poruchy do 72 hodin v rdmci navrhu fe-
Seni.
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Pro dalSi interpretaci vysledkud byla zobrazena i Confusion Matrix, ktera zobrazuje vztah mezi sku-
tecnymi a predikovanymi hodnotami, viz dalsi obrazek. Na jeji diagonale ma model velkou miru
spravné klasifikovanych pfipadd. Mnozstvi poruch, které skute¢né vznikly, ale model je nezachytil je
relativné nizky (vlevo dole).

Naopak mnoZstvi faleSné pozitivnich predikci je vy38i (vpravo nahofe), ale prakticky je vzdy lepsi,
aby model radéji potencialni poruchu zachytil a faleSné upozornil, aby oddéleni bylo pfipravené. V
kontextu prediktivni udrzby je tento pfistup Zadouci, jelikozZ je vyhodné&jsi potencidlni poruchu zachytit
a pripadné vytvorit faleSné upozornéni nez poruchu zcela prfehlédnout. Naklady na preventivni kon-
trolu jsou totiz vyrazné nizsi nez ztraty zplsobené necekanou poruchou a prostojem. Model tak vyka-
zuje vhodné opatrnéjsi chovani, kdy preferuje vy$si miru zachyceni poruch i za cenu zvy$eného po-
¢tu faleSnych poplach.

Confusion Matrix - Random Forest Tuned
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- 40000

30000
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Obrazek 8-4: Confusion Matrix pro model predikce poruchy do 72h (zdroj: autor)

Pro dalSi doplnéni pak byla vyhodnocena i hodnota AUC (Area Under Curve), ktera slouzi k posou-

zeni kvality modelu rozliSovat mezi obéma kategoriemi. Hodnota AUC vySla 0,977, coz indikuje velmi
dobrou kvalitu modelu a naznacuje, Ze model ma velmi dobrou schopnost rozliSovat poruchové a
neporuchové stavy.

8.7.3 Vyhodnoceni - Typ poruchy

U druhé ulohy predikce typu poruchy jde o multiclass klasifikaci, kterd ma v navaznosti na prvni
predikci urcit, jaky bude typ poruchy, ktery pravdépodobné vznikne. Ma za ukol dat oddéleni informaci,
na jaky typ se pfipravit, kde hledat poruchu &i co by mohlo selhat. Ta na zakladé toho m{ize podniknou
potfebné kontroly a kroky k identifikaci a napraveni daného typu poruchy. Tato predikce je jiz sloZi-
téjsi nez bindrni a ma tedy horsi vysledky nez ta prvni. Vysledky jednotlivych zkouSenych modeli
obsahuje Table 8-7.
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Table 8-7: Vysledky kvality modelt predikce typu poruchy

. Precisi Recall - F1 igh-
Uloha Accuracy recision ecall (ma F1 (macro) (weig
(macro) cro) ted)
Logisticka regrese 0,36 0,36 0,39 0,34 0,32
Random Forest 0,38 0,38 0,37 0,37 0,38
Hlstogram Gradient 0,42 0,43 0,43 0,42 0,41
Boosting
Hlstogram Gradient 0.43 0.44 0.44 0.43 0.43
Boosting - Tuned
XGBoost 0,42 0,44 0,43 0,42 0,42

Pro Glohu bylo testovano vice modell a diky jeji vy$si slozitosti je oéekavané, ze vysledky nebyly tak
kvalitni, jako u Ulohy prvni. Pro model Histogram Gradient Boosting bylo testovano opét ladéni
modelu a tento model nakonec na zakladé vsech metrik vysel jako nejlepsi. VSechny jeho me-

triky dosahovaly nejlepSich hodnot, a proto byl v tomto pfipadé nejvhodné;jsi volbou.

Metrika F1 byla v tabulce zobrazena jako macro (0,43), ktera nezohledriuje rozlozeni jednotlivych ka-
tegorii v cilové proménné a pocita priimér kazdé kategorie se stejnou vahou, a weighted (0,43), ktera
naopak bere v potaz rozlozeni tfid v datasetu a vazeny prdmér nam maze dat odliSnou hodnotu.
Hlavni metrika je zde macro, jelikoz chceme, aby model hodnotil kazdy typ poruchy rovhomérné a ne,
aby pfinasel vétsi vahu vice zastoupenému typu. Ladény Gradient Boosting mél nejlepsi vyvazenost
precision a recall, tedy schopnosti skutecné spravné klasifikovat pfipady typu poruchy a zaroven nej-
vice skute¢nych typ0.

Model mél déle nejvyssi accuracy (0,43), tedy nejCastéji spravné predikoval vznikly typ poruchy. Z
pohledu jednotlivych metrik dosahoval zarover nejvysSich hodnot precision (0,44) a recall (0,44),
coz indikuje, Ze model nejen nejvice minimalizuje chybné klasifikace mezi tfidami, ale zaroven dokaze
zachytit vétSinu skute¢né vzniklych typt poruch. Hodnoty precision a recall jsou velmi vyrovnané, coz
potvrzuje stabilni chovani modelu napfi¢ jednotlivymi tfidami.

Slozitost ulohy ze své povahy snizuje vysledky vSech modeld, ale v koneéném dusledku byl ladény
Histogram Gradient Boosting nejkvalitnéjsSim testovanym modelem, ktery bude pouzit pro jako
hlavni model pro nasledné predikce typu poruchy v ramci navrhu feSeni.

Dale byla pro model zobrazena Confusion Matrix, ktera zobrazuje vztah mezi skutecnymi a predi-
kovanymi hodnotami typu poruchy. Je zobrazena na dal$im obrazku. Matice zobrazuje, Ze model
nejlépe klasifikuje typ poruchy overheating, ale zaroven vSak dochazi k Castym zaménam s typy po-
ruch mechanical a pressure. DalSi vétSi zamény jsou mezi mechanical a electrical. Tento jev mlze byt
zpusoben tim, Ze nékteré typy poruch jsou si v ur€itych aspektech podobné, a pokud rozdily ve fyzi-
kalnich veli¢inach nejsou vyrazné, tak mohou mit podobné indikatory.

Zde muze byt limitujici faktor, Ze rozdily a odchylky fyzikalnich veli¢in jsou ze své podstaty malé,
a tedy rozdily nemusi byt dostatecné vyrazny pro jednoznacéné rozliSeni. V praxi maze poruchu in-
dikovat i relativné mala odchylka od bé&Znych hodnot. Pokud by byly rozdily hodnot markantné&;si, tak
by byly indikatory poruch zieteln&jsi. Tyto vyraznéjsi rozdily by pak sice mohly vést k lepsi rozlisitel-
nosti tfid, ale na Ukor realismu dat a byly by uméle ménény ve prospéch modelu.
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Obrézek 8-5: Confusion Matrix pro model predikce typu poruchy (zdroj: autor)

8.7.4 Vyhodnoceni—- RUL

Treti a posledni predikce je regresni Uloha, ktera ma za kol pfedpovidat Remaining Useful Life

(RUL), tedy celkovy zbyvajici ¢as Zivotnosti zafizeni do dalSi poruchy. Jedna se o regresni Ulohu
z davodu, Ze chceme predikovat konkrétni hodnotu. Cilem je, aby mélo oddéleni informaci o tom, jaky
pocet hodin zhruba zbyva kazdému stroji do dal$i poruchy, a tak mit pfesné informaci, na které stroje

se zaméfit dfive a ktera by méla jesté zUstat v provozu. U stroji s predikovanym nizkym RUL pak
mohou pfedem provést kroky pro véasnou opravu, pfipravu na poruchu ¢i jeji uplnou elimi-

naci. Vysledky kvality jednotlivych modeld obsahuje Table 8-8. Hodnoty chyb MAE a RMSE jsou v ho-

dinach, jelikoz RUL samotné je v hodinach.

Table 8-8: Vysledky kvality modeli predikce RUL

Uloha MAE (h) RMSE (h) R2
Dummy Regressor 210,3 256,9 - 0,000033
Linearni regrese 96,4 119,6 0,783367
Random Forest Regres- 63.4 85 4 0889461
Sor b L 1
Histogram Gradient 628 80.5 0901662
Boosting Regressor ' ’ ’
XGBRegressor 61,6 77,7 0,908535
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V ramci ulohy bylo testovano pét model(, kdy prvni Dummy Regressor byl pouzit pouze jako refe-
renéni k porovnani ostatnich modelU, zda se jejich kvalita zlepSuje. Po otestovani byl jednoznaéné
nejlepsim modelem XGBRegressor, ktery mél ve vSech metrikach nejlepsi hodnoty.

Vzhledem k tomu, Ze RMSE vice penalizuje vétsi chyby, tak dle ného se predikce v priméru odchyli
az o 3 dny, ale odchylka nebyla vyrazné vyssi.

Hodnota R?(0,908535) blizka k 1 pak znaci, ze model dokaze dobfe vysvétlovat a popisovat variabilitu
cilové proménné pomoci vstupnich proménnych v datasetu. To znamena, Ze na zakladé zmén vstup-
nich proménnych dokaze velmi dobfe popsat, jak se cilova proménna zméni.

Na zakladé vSech hodnoticich metrik tak vySel XGBRegressor jako nejlepsi varianta a bude pouzit
jako hlavni model pro predikci Remaining Useful Life (RUL).

Dale byl pro interpretaci vytvofen bodovy graf, ktery zobrazuje vztah mezi predikovanymi a realnymi
hodnotami RUL, viz dalSi obrazek. Jednotlivé predikce se dobre nachazeji okolo diagonaly zn4zor-
fujici realné hodnoty, coz potvrzuje dobré predikéni schopnosti modelu. Vétsina predikci se nachazi
pod diagonalou, coz znamena, ze model predikce spiSe podhodnocuje a predikce jsou mensi nez
skutec¢né hodnoty. To je z praktického hlediska lep$i, jelikoz je vyhodnéjsi, kdyz nam model uda
niz§i RUL, coz vede k tomu, Ze se oddéleni zacne zabyvat strojem dfive, nez je jeho skute€né RUL.
Pokud by byl scénar opacény, tak by porucha vznikla dfive nez predikované RUL, a to by byla mnohem
rizikovéjsi chyba modelu. U vySSich hodnot je patrny vétsi rozptyl predikci, coz naznacuje mensi pfes-
nost modelu pfi predikci delSiho RUL.

Skutecnost vs Predikce - XGBRegressor
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Obrézek 8-6: Bodovy graf skutec¢nosti vs. predikci RUL (zdroj: autor)
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8.7.5 Zaveér vyhodnoceni a validace modelt

& = Pro predikci poruchy do 72 hodin byl nejlepSim modelem ladény Random Forest,
ktery mél nejvy3si F1 metriku a nizky po€et nezachycenych poruch pfi lepsi vyvaze-
nosti precision a recall.
= U predikce typu poruchy byl nejlepSim modelem ladény Histogram Gradient
Boosting, ktery prfekonal ostatni modely a dosahl nejlepsi celkové vykonnosti pfi ur-
Covani typu poruchy.
=V posledni predikci zbyvajiciho RUL byl nejlepsi model XGBRegressor, ktery mél

nost vysvétlovat variabilitu cilové proménné.

= Tyto vitézné tfi modely budou pouzity pro celkové rFeseni prediktivni analytiky od-
déleni udrzby a budou poskytovat predikce pouzitelné pro zlep$eni fungovani oddé-
leni. Zaijisti tak tfi dilezité predikce, kdy budou moci identifikovat véas poruchu, zjistit
jeji typ a zjistit, jaky ma kazdy stroj zbyvajici Remaining Useful Life.

Table 8-9: Vybrané nejlepsi prediktivni modely

Uloha Vybrany model Divody vybéru

Porucha do 72h Ladény Random Forest Nejlepsi F1, precision a vysoky recall / AUC

Ladény Histogram Gra-

T [Ferelhy dient Boosting Nejlepsi accuracy, F1 (macro i weighted) a recall

RUL XGBRegressor Nejnizsi MAE a RMSE a nejvyssi R?

8.8 Interpretace a vizualizace vysledku

V dalSi interpretaci a jsou popsdny i samotné vysledné predikce modeli. U kazdého nejlepsiho
prediktivniho modelu se hodnoti nejen jeho kvalita, ale i redalné predpovédi, které z ného vy-
chazi. V tomto pfipadé realné predikce, které mize oddéleni udrzby vyuzit. Ty musi byt pro realné vy-
uziti zobrazeny v pfijatelné intuitivni formé&, aby byl realny pfinos modelu vyuzitelny pro bézného uzi-
vatele. To je v tomto pfipadé napfiklad zaméstnanec oddéleni udrzby &i vedouci, ktery kontroluje
pravdépodobné zbyvajici RUL stroju apod.

8.8.1 Interpretace a vysledky — Porucha do 72 hodin

Pro prvni tlohu predikce poruchy do 72 hodin byl nejlep§im modelem ladény Random Forest. Mél
nejlepsi vysledky a na zakladé ulohy dava binarni pfedpovédi pro kazdy stroj, ktery by mohl mit poten-
cialné do 3 dnl poruchu, coz nepfedstavuje jistotu, ale odhad zalozeny na pravdépodobnosti, kterou
model odhaduje na zakladé naucenych dat.

V ramci dal$iho popisu modelu byla provedena jesté analyza feature importance, ktera udava, jaké
vstupni proménné maji nejvétsi vahu pro model, kdyz provadi predikce. Jeji graf je zobrazen na dal-
§im obrazku.
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Feature Importance - Random Forest Tuned
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Obrazek 8-7: Feature importance pro ladény Random Forest (zdroj: autor)

Z grafu vychazi, ze nejdulezZitéjsi proménné jsou rolling_vibration_mean_24h, ma-
chine_age_hours arolling_pressure_mean_24h. To znamena, ze predikce se velmi zaklada jak na
¢asovych hodnotach, tak na zménach hodnot fyzikalnich veli¢in ve vyrobé. Soucasné jsou na vrcholu
vibrace, coz je shodné s realitou, jelikoz vibrace jsou asto povaZzovany za jeden z nejlepSich a nej-
vCasnéjsich indikator( opotfebeni a potencialni poruchy. Model tedy pouziva dobré relevantni hlavni
proménné pro predikci poruch. Nakonec muzeme vyvodit, Ze tvorba novych klouzavych promén-

tyto a maji tedy pro model vétsi vahu nez aktualni hodinové hodnoty stavu.

V kone¢ném dusledku mizeme konstatovat, ze model vykazuje dostate¢nou kvalitu a predikce za-
klada na spravnych vstupnich proménnych, které jsou dobrym indikatorem poruchy.

8.8.1.1 Vysledné predikce poruchy do 72 hodin

Dale pfejdeme k interpretaci samotnych predikci modelu, které budou poskytovat pomocnou informaci
pro fungovani oddéleni udrzby a v€asnou reakci na poruchy. Vysledné predikce zobrazuje nasledu-
jici obrazek, coz je pfehledna tabulka, ktera jasné indikuje, které stroje model identifikoval jako rizi-
kové, a které rizikové nejsou.

Stroj ID Stroj nazev Predikce poruchy (0/1) Predikce poruchy (ANO/NE) Riziko poruchy do 72 h (%) Uroveii rizika

Obréazek 8-8: Tabulka vyslednych predikci poruchy do 72h (zdroj: autor)

Vystup modelu je navrzen tak, aby byl snadno interpretovatelny i pro uzZivatele bez znalosti datové
analytiky. Vysledna tabulka obsahuje identifikaci kazdého stroje pomoci ID i dle jeho nazvu pro
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okamzité urceni problémového stroje. Dale jsou jiz konkrétni predikce, které jsou zobrazeny jak ve
formé 0/ 1, tak intuitivnéji pro uzivatele pomoci ANO / NE. Tyto hodnoty znamenaji, ktery stroj je rizi-
kovy do 72h a ktery ne. Déle je sloupec ,,Riziko poruchy do 72h (%)“, ktery vyjadfuje, jaka je dle mo-
delu pravdépodobnost, Ze na zakladé vyvoje vstupnich dat vznikne porucha do 72 hodin. Posledni je
sloupec ,,Uroveri rizika“, coz je zamérné pfidany vizualni intuitivni sloupec, ktery na prvni pohled
zhodnoti vysi rizika. Tabulka je sefazena dle rizikovosti, tedy intuitivné jsou nejrizikovéjsi stroje na
vr8ku tabulky.

V praxi by to fungovalo tak, Zze zaméstnanec udrzby pfistoupi k vysledkiim predikce a okamzité identi-
fikuje stroje, které jsou rizikové, ze do 72h vznikne porucha. Na tomto zakladé muze byt nastaven plan
a jasné kontroly a akce pro zjisténi vad a pfi¢in mozné poruchy na téchto strojich. Sou¢asné na za-
kladé pravdépodobnosti poruchy muize byt uréeno poradi, ve kterém je potfeba rizikové stroje Fesit.

Z aktudlnich predikci z nejnovéjsich dat jsou tedy rizikové stroje L1 — Rezaci stanice, L3 — Testo-
vaci stanice a L3 — MontazZni stanice. Tyto stroje by mély byt prioritné feSeny a mély by se podnik-

nout potfebné kroky. Z pravdépodobnosti pak vyplyva, Ze zcela nejrizikovéjsi je L1 — Rezaci sta-
nice, coz znamena, ze to je primarni stroj, ktery musi byt zkontrolovan a fesen jako prvni.

Vysledky predikce tedy mohou pomoci regulovat fungovani oddéleni udrzby a spravnymi kroky po-
moci zefektivnit reakce na poruchy, snizit jejich dopady a pfipadné je zcela eliminovat, coZz mize od-
stranit vzniklé prostoje a ztraty z nich vzniklych.

8.8.2 Interpretace a vysledky — Typ poruchy

Pro druhou ulohu predikce typu poruchy byl nejlepsim modelem ladény Histogram Gradient
Boosting. Kvili slozitosti multiclass Ulohy byly vysledky jednotlivych testovanych modeld celkové nizsi
nez u ulohy prvni, ale vitézny model dosahl u vdech metrik nejvyssSich hodnot a byl tak nejlepsi pro
predikci typu poruchy.

Predikce funguje tak, Ze je navazana na prvni predikci a k rizikovym strojiim s potencialni poru-
chou do 72 hodin se snazi predikovat, jaky typ poruchy by mél pravdépodobné vzniknout. Predikce
tedy pfevezme jen vybrané stroje s predikci poruchy do 72 hodin ANO a k nim nasledné pfifadi prav-
dépodobny typ poruchy.

8.8.2.1 Vysledné predikce typu poruchy

Konkrétni vystupy predikce typu poruchy jsou zobrazeny v tabulce na nasledujicim obrazku. Ke kaz-
dému rizikovému stroji prvni predikce je druhou pfifazen typ poruchy a jeho pravdépodobnost.

Stroi na Predikce poruchy Riziko poruchy do Uroveii Predikovany typ Pravdépodobnost typu
roj nazev (ANO/NE) 72 h (%) rizika poruchy poruchy (%)

ANO Mechanicka 354

ANO Elektricka

»
A
»

A

ANO STREDNI

Mechanicka

Obrazek 8-9: Tabulka vyslednych predikci typu poruchy (zdroj: autor)

Vystup modelu je navrzen tak, aby byl snadno interpretovatelny i pro uZivatele bez znalosti datové
analytiky. Tabulka vezme jednotlivé stroje predikované prvni predikci poruchy do 72h. To jsou zde
strojesID 1, ID 12 a ID 11. Znovu tedy zobrazuje ID, nazev stroje, predikci poruchy, riziko poru-
chy a vizualni droven rizika. K nim pak v poslednich dvou sloupcich ,,Predikovany typ poruchy*“
uda typ poruchy a dale ,,Pravdépodobnost typu poruchy (%)“, coz je pravdépodobnost modelu, ze
vznikne pravé tento typ poruchy. Znamena to opét, Zze predikce nedava typ poruchy jako jisty fakt, ale
jako odhad zalozeny na pravdépodobnosti z nauéenych dat.

V praxi to znamena, ze zaméstnanec udrzby z prvni predikce identifikuje rizikové stroje. Na jejim z4-
kladé pak prejde k aktualni druhé predikci a dozvi se, Ze hrozba na strojich je konkrétniho typu. Pro
stanici L1 — Rezaci stanice, ktera je nejrizikovéjsi, je pravdépodobny typ poruchy na zakladé nej-
které by mohly vést k mechanickému typu poruchy. Dale predikce mlze ovliviiovat typ potfebnych na-
stroja, potfebny typ nahradnich dild ¢i potfebné schopnosti zaméstnance

KIT VSE - 70 -



MBI-AF: Rizeni a analytika tdrzby (AF_Il_01_09_Rizeni_Udrzby )

Vzhledem k povaze ulohy a potencialni podobnosti typ poruch dle zmén hodnot se mlze stat, ze i
dalSi typ poruchy bude mit nezanedbatelnou pravdépodobnost. Proto byla vytvofena i dalsi tabulka,
ktera zobrazi pravdépodobnost i ostatnich typt poruch. Je zobrazena na néasledujicim obrazku.
Predikce dohromady davaji 100 % a je to tedy rozdéleni pravdépodobnosti mezi jednotlivé typy. Kon-
trolou této tabulky a zjisténim, Ze jiny typ ma také vy$si pravdépodobnost, pak mize udrzba ziskat in-
formaci, Ze v druhé fadé by méla potencialné zkontrolovat i jiny typ poruchy. To pfidava zobrazenym
vysledkiim opét novou informaéni hodnotu.

Konkrétn& u nejnovéjsi predikce to znamena, Ze na stroji L1 — Rezaci stanice je nejpravdépodob-
néjsi poruchou typ mechanicky (35,4 %). Soucasné ale typ tlakové poruchy mé taktéz vyssi prav-
dépodobnost (33,6 %), a proto je vhodné po kontrole moznych mechanickych pfi¢in poruchy zkontro-
lovat i mozné pficiny tlakové poruchy. Jde tedy o nejistou predikci. Nejvy$8i hodnota je vzdy zvyraz-
néna pro vizualni pfehlednost.

Stroj ID Stroj nazev Elektricka (%) Mechanicka (%) Prehiati (%) Tlakova (%)

L1 - Bezaci stanice 59 35.4
L3 - Testovaci stanice 95.0 2.0

L3 - MontaZni stanice 59.7

Obréazek 8-10: Tabulka pravdépodobnosti jednotlivych typt poruch (zdroj: autor)

Vysledky predikce typu poruchy mohou pomoci véas identifikovat, jaky typ poskozeni mize
udrzba ocekdvat a podniknout véas potrebné kontroly konkrétnéjSich Casti stroje, které by mohly
tento typ zplisobovat. Predikce tedy vytvofi konkrétnéjsi zadani, kdy nebude vzdy kontrolovan cely
stroj, ale hlavné prioritni ¢asti stroje. Po v€asné identifikaci si mlze udrzba rychleji pfipravit nastroje,
nahradni dily ¢i lidské zdroje a snazit se o snizeni dopadu ¢i Uplnou eliminaci poruchy. To u klasic-
kého reaktivniho typu Udrzby neni mozné a tyto ukony se déji az po vzniku poruchy.

8.8.3 Interpretace a vysledky — RUL

Pro tfeti Ulohu predikce Remaining Useful Life (RUL) vySel jako nejleps$i model XGBRegressor. Slo

MAE a RMSE, takze jeho predikce byly nejblizsi skute€nym hodnotam a nejvyssi hodnotu R?, takze
model pomoci vstupnich proménnych nejlépe popisovaly variabilitu cilové proménné.

Model fungoval samostatné bez navaznosti na ostatni predikce, ale pfesto souvislost mezi predikcemi

v v s

mély byt u stroju nejbliZze k dalsi poruse, tedy stroje, které byly prvni predikci identifikovany
jako rizikové do 72 hodin.

Tabulka vyslednych predikci RUL pro vSechny stroje je zobrazena na néasledujicim obrazku.

Uroveii rizika Doporuceni

4 kontrola

3 kontrola
3 kontrola
3 kontrola

3 kontrola

L1 - Testovaci stanice NI 4 kontrola

1
1
1
1
1
1
1
1
1
1
1
1

L1 - Lis 4 3 4 kontrola

Obrazek 8-11: Tabulka vyslednych predikci RUL (zdroj: autor)

Vystup modelu je navrzen tak, aby byl snadno interpretovatelny i pro uzivatele bez znalosti datové
analytiky. Tabulka obsahuje veskeré stroje spole¢nosti a zobrazuje pro né zbyvajici hodnotu RUL.
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Obsahuje sloupec ,,Datum® pro kontrolu, zda jsou v§echny stroje predikovany k aktualnimu dni (v ge-
nerovanych datech je 31.12.2024 posledni zaznam). Dale obsahuje opét ID a nazev stroje. Nasledné
zobrazuje predikovanou hodnotu RUL ve dvou ¢asovych jednotkach ve sloupcich ,,Predikované RUL
(hodiny)“ a ,,Predikované RUL (dny)“, aby mél uzivatel pfedstavu konkrétni predikované hodnoty,
ale i vyjadfeni ve dnech pro lepsi dlouhodobou predstavu. Dale tabulka obsahuje sloupec ,,Uroveri
rizika“, ktery je opét zamérné pfidany vizualni sloupec pro okamzitou identifikaci nizkého RUL a da-
nych stroju. Dale je pak pfidan sloupec ,,Doporuéeni, které se snazi doporucit, jaka akce by méla byt
podniknuta na zakladé vyse RUL (okamzita kontrola / plan udrzby / bézna kontrola).

modely spravné pracuji na stejném souboru dat a vraceji spolu korespondujici predikce, které si odpo-
vidaji.

V praxi pak pfi kontrole vysledné predikce dokaze zaméstnanec identifikovat stroje, které maji vysoké
RUL, a mély by se tedy delSi dobu vyhnout poruse, a které maji nizké RUL, tedy jejich zivotnost se
zkracuje a méla by jim byt vénovana zvysena pozornost. Pro tyto stroje pak mohou byt v€as plano-
vana potfebna opatfeni proti o¢ekavané poruse, kdy zmirnime jeji dopad, €i se ji uplné vyhneme a
stroj bude revitalizovan (jeho RUL se zvysi).

Pro lepsi prehlednost a interpretaci predikci byl pak vytvofen graf predikovaného RUL dle stroji,
ktery je zobrazen na dal$im obrazku. Ten jasné zobrazuje jednotlivé RUL pro kazdy stroj v hodinach a
Ize tak jasné porovnavat stav jednotlivych stroju. Obsahuje i hranice, které znazorfuji dobu 72 hodin a
168 hodin pro lepSi pfedstavu vySe RUL v Case.

Predikovane RUL podle jednotlivych stroju

L1 - Lis 695.4 h
L1 - Testovaci stanice
L2 - Testovaci stanice
L3 - Lis
L2 - Lis 363.7h
_. L2 - Rezaci stanice
& i
Y L3 - Rezadi stanice 316.7h
L2 - Montazni stanice
L1 - Montazni stanice 123.9h
L3 - Mont&zni stanice
L3 - Testovaci stanice 2h
L1 - Rezaci stanice === 72 hodin
168 hodin
t T T T T T T T
o] 100 200 300 400 500 600 700

Predikovane RUL (hodiny)

Obrazek 8-12: Graf predikovaného RUL dle stroju (zdroj: autor)

Poslednim bodem je, Ze dle vyhodnoceni modelu, mél model tendenci predikce RUL podhodnocovat,
takze predikované RUL je niZsi nez skute¢né hodnoty. To je v tomto pfipadé v poradku, protoze je
lepsi, kdyz udrzba zacne na stroj reagovat dfive a pokusi se zlepSit stav stroje pfed poruchou, nez

kdyby byly predikce naopak nadhodnocené a porucha by pfiSla neCekané dfive, nez bylo predikovano.

Vysledky predikce tak jasné& udavaiji vysi Zivotnosti do dal$i poruchy pro kazdy jednotlivy stroj. Udrzba
tak maze v&as provést pFipravy na pfichazejici poruchy stroji s nizkym RUL a v€as se snazit snizit
dopad poruchy, eliminovat poruchy a zvysit RUL stroje do poruchy. To mize pomoci snizit ztraty z ne-
Cekanych prostojll, spravné nastavit vyuzivani zdroji na ocekavané opravy a optimalizovat celkovy
chod oddéleni udrzby. Model tak poskytuje nejen odhad zbyvajici Zivotnosti, ale i podporu rozhodo-
vani pfi planovani udrzby.
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8.9

<

Zavér navrhu a tvorby prediktivniho Feseni

Pro Ulohu predikce poruchy do 72 hodin byl nejlepSi model ladény Random Fo-
rest, ktery dle analyzy feature importance vyuzival pro své predikce relevantni
vstupni proménné, které jsou vhodné pro predikci poruch. Jeho vysledky byly zobra-
zeny v prehledné tabulce, ktera zobrazuje konkrétni stroj, predikci, zda je riziko poru-
chy do 72h, pravdépodobnost vzniku poruchy na zakladé uéeni a vizualni uroven ri-
zika, ktera umoznuje okamzitou identifikaci nejrizikovéjSich strojii. Oddéleni udrzby je
z vytvorenych predikci schopné urcit rizikové stroje a pfipravit se na moznou poru-
chu, &i ji pfipadné eliminovat.

Pro dlohu typu poruchy byl nejlepSim modelem ladény Histogram Gradient
Boosting. Tato Uloha byla vazana s alohou prvni, kdy typ poruchy byl predikovan jen
pro stroje, které byly identifikovany jako rizikové do 72 hodin. Vysledky predikci byly
zobrazeny v pfehledné tabulce, ktera opét zobrazovala rizikové stroje, jejich vysledky
predikce z prvni ulohy, predikovany typ poruchy pro stroj a pravdépodobnost vzniku
tohoto typu poruchy. Dale byla popsana druha tabulka, ktera zobrazuje pro kazdy
stroj rozdéleni pravdépodobnosti vzniku jednotlivych typd, jelikoz ne vzdy mize
vzniknout jednoznacéna predikce a dalsi typ poruchy maze mit také vyssi pravdépo-
dobnost. To je zpisobeno moznou podobnosti vyvoje vstupnich proménnych u vice
typti poruchy. Udrzba diky predikci mGZe cilengji hledat pfiginy poruch na stroji a lépe
se pripravit na konkrétni typ poruchy.

Pro tfeti ulohu predikce RUL byl nejlep§im modelem XGBRegressor, ktery dosahl

vala identifikaci stroju, predikované RUL v hodinach a ve dnech, Uroven rizika na za-
kladé vy$e RUL a doporuceni dal$iho postupu. Plati, Ze stroje s nejmenSim RUL jsou
stroje, které jsou i rizikové pro poruchu do 72h. Udrzba se tak diky predikci dokaze
vCas pfipravit na poruchu stroje, nez skute¢né vznikne a podporovat své rozhodovani
a planovani udrzby.

Spolec¢né tyto predikce tvofi uceleny zaklad pro zavedeni prediktivni adrzby, pod-
poru rozhodovani a optimalizaci procesu i fungovani oddéleni udrzby a celé spole¢-
nosti.
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